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Cavitation in ogee spillways is one of the most critical factors threatening the 

safety and reducing the service life of hydraulic structures. In this study, a 

deep learning model based on a multilayer perceptron (Deep MLP) was 

developed to predict different levels of cavitation damage on the Golvandak 

Dam spillway. To achieve optimal performance, the influence of key 

parameters such as data splitting strategy, training algorithm, activation 

function, and learning rate was systematically investigated. The results 

indicated that a data split of 70-15-15% for training, validation, and test, 

respectively, combined with the Trainlm algorithm, Tansig activation function 

in hidden layers, and a learning rate of 0.001, provided the highest accuracy. 

The final model with three hidden layers (10, 8, and 5 neurons) was able to 

simulate the nonlinear relationships governing cavitation with high precision, 

achieving correlation coefficients of 0.998 in training and 0.996 in testing, 

with RMSE values of 0.0158 and 0.028, respectively. The prediction results 

revealed that damage severity increases along the spillway and reaches its 

maximum level from station 90 m onward. Comparison with the Support 

Vector Machine (SVM) model demonstrated the significant superiority of the 

deep learning model in both training and testing phases. The developed model 

can serve as an efficient tool for identifying critical zones, prioritizing 

maintenance actions, and enhancing the safety of hydraulic structures. 
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  ها: واژهکلید
‎بیآس‎ینیب‎شیپ

‎یشبکه‎عصب
‎ونیتاسیکاو
‎قیعم‎یریادگی

‎جمله‎از‎اوجی‎سرریزهای‎در‎کاویتاسیون‎مهمپدیده‎تر‎مفید‎عمر‎کاهش‎و‎ایمنی‎تهدیدکننده‎عوامل‎ین
پژوهش،‎یک‎مدل‎یادگیری‎عمیق‎مبتنی‎بر‎شبکه‎عصبی‎شود.‎در‎این‎‎های‎هیدرولیکی‎محسوب‎می‎سازه

بینی‎سطوح‎مختلف‎آسیب‎کاویتاسیون‎در‎سرریز‎سد‎گلوردنکا‎توسعه‎داده‎‎برای‎پیش پرسپترون‎چندلایه
‎ ‎‎یابی‎دست‎منظور‎بهشد. ‎بهینه، ‎عملکرد ‎تقسیم‎تأثیربه ‎نحوه ‎نظیر ‎کلیدی ‎داده‎پارامترهای ها،‎‎بندی

بندی‎‎قرار‎گرفت.‎نتایج‎نشان‎داد‎که‎تقسیم‎موردبررسیزی‎و‎نرخ‎یادگیری‎سا‎الگوریتم‎آموزش،‎تابع‎فعال
70-15-15‎به‎درصد‎الگوریتم‎با‎همراه‎،آزمون‎و‎اعتبارسنجی‎،آموزش‎برای‎ترتیب‎مارکوارت-لوونبرگ،‎

‎لایه تانژانت‎سیگموئید سازی‎تابع‎فعال ‎نرخ‎یادگیری‎‎در 001/0‎های‎مخفی‎و ‎ارائه‎تر‎بیش، ین‎دقت‎را
در‎مرحله‎ ۹۹8/0 نورون(‎توانست‎با‎ضریب‎همبستگی5‎و10‎،8‎‎دهد.‎مدل‎نهایی‎با‎سه‎لایه‎مخفی‎)‎می

‎روابط‎غیرخطی‎حاکم028/0‎ و 0158/0 ترتیب‎به RMSE در‎مرحله‎آزمون‎و‎مقادیر ۹۹6/0 آموزش‎و ،
‎با‎دقت‎بالا‎شبیه آسیب‎در‎طول‎‎بینی‎نشان‎داد‎که‎شدت‎سازی‎کند.‎نتایج‎پیش‎بر‎پدیده‎کاویتاسیون‎را
‎ایستگاه‎ ‎مدل‎‎متر‎به‎بعد‎به‎حداکثر‎میزان‎خود‎می۹0‎سرریز‎روند‎افزایشی‎داشته‎و‎از ‎مقایسه‎با رسد.

مدل‎یادگیری‎عمیق‎در‎هر‎دو‎مرحله‎آموزش‎و‎آزمون‎‎گیر‎چشمحاکی‎از‎برتری‎ ماشین‎بردار‎پشتیبان
‎مدل‎توسعه ‎اولویتابزاری‎کارآمد‎در‎شناسا‎عنوان‎بهتواند‎‎یافته‎می‎بود. بندی‎اقدامات‎‎یی‎نواحی‎بحرانی،

 .قرار‎گیرد‎مورداستفادههای‎هیدرولیکی‎‎نگهداری‎و‎افزایش‎ایمنی‎سازه

‎
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 مقدمه.‌1

انرژی‎بودن‎‎ثابتبا‎وجود‎،‎است‎که‎در‎اثر‎افت‎موضعی‎فشار‎سیالاتای‎پیچیده‎و‎مرتبط‎با‎‎پدیدهیا‎خوردگی1‎‎کاویتاسیون
در‎نواحی‎ها‎‎آن‎های‎بخار‎درون‎مایع‎و‎فروپاشی‎ناگهانی‎دهد.‎کاویتاسیون‎به‎تشکیل‎و‎رشد‎حباب‎رخ‎می‎،کل‎در‎مقطع

‎بالاتر‎گفته‎می ‎فشار ‎آ‎سدها‎که‎فشار‎سیال‎روی‎سرریز‎هنگامی‎.شود‎با ‎حباب‎تر‎کم‎باز‎فشار‎بخار هایی‎تشکیل‎‎شود،
‎ترکیدن‎ناگهانی‎این‎حباب ‎و‎سپس‎با ‎انرژی‎قابل‎شده ‎این‎‎توجهی‎آزاد‎می‎ها، ‎به‎پیدایش‎پدیده‎‎فرایندگردد. که‎منجر

ات‎نامطلوبی‎بر‎عملکرد‎و‎تأثیرمحسوب‎شده‎و‎سدها‎ترین‎عوامل‎آسیب‎به‎سازه‎سرریز‎‎شود،‎یکی‎از‎شایع‎کاویتاسیون‎می
‎می ‎کاویتاسیون‎میا‎.گذارد‎ایمنی‎سد ‎ایجاد ‎در ‎پارامترهای‎مؤثر ‎جمله ‎مقاومت‎‎ز ‎جریان، ‎فشار ‎سرعت‎جریان، ‎به توان

های‎‎درستی‎طراحی‎نشود،‎در‎دبی‎و‎میزان‎هوای‎موجود‎در‎جریان‎اشاره‎کرد.‎اگر‎بدنه‎سرریز‎به‎کاررفته‎کار‎به‎به‎مصالح
وجود‎داشته‎و‎زمینه‎برای‎وقوع‎کاویتاسیون‎فراهم‎‎ینپایاز‎دبی‎طراحی،‎احتمال‎ایجاد‎فشار‎‎تر‎کمهای‎‎زیاد‎یا‎حتی‎دبی

کند‎که‎به‎فرسایش‎سطحی،‎ارتعاشات‎و‎حتی‎‎ای‎شدید‎و‎موضعی‎تولید‎می‎های‎بخار،‎امواج‎ضربه‎ترکیدن‎حباب.‎شود‎می

د‎و‎در‎شرایط‎مختلف‎دبی،‎برای‎تأمین‎ایمنی‎س‎سرریزبینی‎دقیق‎و‎پایش‎مداوم‎‎پیش انجامد.‎بنابراین،‎تخریب‎سازه‎می
 ‎‎.های‎احتمالی‎امری‎ضروری‎و‎حیاتی‎است‎جلوگیری‎از‎آسیب

های‎سطح‎آزاد‎آشفته‎و‎پدیده‎هوادهی‎پرداخته‎شد.‎با‎‎سازی‎جریان‎های‎دو‎دهه‎اخیر‎در‎مدل‎در‎یک‎مرور‎جامع،‎به‎پیشرفت
کاویتاسیون‎در‎مسیر‎تر‎شود،‎احتمال‎وقوع‎پدیده‎‎بررسی‎نتایج،‎مشخص‎شد‎هرچه‎سرعت‎جریان‎عبوری‎از‎روی‎سرریزها‎بیش

سازی‎و‎‎افزار‎فلوئنت‎شبیه‎.‎در‎پژوهشی،‎جریان‎بر‎روی‎سد‎ونیار‎با‎استفاده‎از‎نرم(Chanson, 2013)شود‎‎تر‎می‎سرریز‎نیز‎بیش
ناسبی‎سازی‎با‎مدل‎آزمایشگاهی‎مقایسه‎شد.‎با‎بررسی‎نتایج‎مشخص‎شد‎بین‎مقادیر‎عددی‎و‎آزمایشگاهی‎انطباق‎م‎نتایج‎شبیه

.‎در‎(Hasanzadeh Vaighan et al., 2015)مقابل‎پدیده‎کاویتاسیون‎ایمن‎است‎‎شده‎در‎این‎سد‎در‎‎وجود‎دارد‎و‎سرریز‎احداث
بینی‎‎های‎واقعی‎سرریز‎سد‎شهید‎عباسپور‎برای‎پیش‎ترین‎همسایگی‎براساس‎داده‎یک‎مطالعه،‎مدلی‎مبتنی‎بر‎الگوریتم‎نزدیک

مختلف‎دبی‎جریان‎موردارزیابی‎قرار‎گرفت.‎‎آسیب‎کاویتاسیون‎در‎سرریز‎سدها‎ارائه‎شد‎و‎عملکرد‎مدل‎تحت‎هشت‎شرایط
‎نتایج‎نشان‎داد‎مدل‎نزدیک ترین‎همسایگی‎توانایی‎مناسبی‎در‎‎برای‎تعیین‎شدت‎آسیب‎از‎شاخص‎کاویتاسیون‎استفاده‎شد.

های‎گذشته‎تطابق‎‎شده‎در‎سیلاب‎های‎مشاهده‎های‎مدل‎با‎آسیب‎بینی‎محل‎و‎شدت‎آسیب‎کاویتاسیون‎داشته‎و‎خروجی‎پیش
‎.‎(Fadaei Kermani et al., 2015)قبولی‎دارد‎‎قابل

رعت‎زیاد‎ز‎شوت‎سد‎دایران‎پرداخته‎شد.‎نتایج‎نشان‎داد‎سدر‎پژوهشی،‎به‎بررسی‎احتمال‎وقوع‎کاویتاسیون‎در‎سرری
‎مؤثرتواند‎در‎کاهش‎این‎پدیده‎‎ها‎می‎جریان‎و‎فشار‎منفی‎از‎عوامل‎اصلی‎ایجاد‎کاویتاسیون‎هستند‎و‎استفاده‎از‎هواده

‎ ‎به(Moghaddam & Shahrabadi, 2020)باشد .‎‎سدهای‎تنداب‎ ‎سرریز ‎در ‎کاویتاسیون ‎وقوع ‎کنترل ‎و ‎بررسی منظور
‎در‎داریان‎سد‎آزمایشگاهی‎مدل‎،مؤسسبزرگ‎بر‎جریان‎هوادهی‎عملکرد‎مقایسه‎برای‎.شد‎ساخته‎ایران‎آب‎تحقیقات‎ه

‎مدل ‎از ‎نرم‎کاویتاسیون، ‎‎سازی‎با FLOW-3D‎‎افزار ‎هواده ‎حالت‎بدون‎هواده، ‎سه ‎هواد‎صورت‎بهدر ‎رمپ‎و ‎صورت‎بهه
سازی،‎نواحی‎بحرانی‎سرریز‎که‎احتمال‎کاهش‎فشار‎و‎‎ترکیب‎رمپ‎و‎داکت‎هواده‎استفاده‎شد.‎با‎استفاده‎از‎نتایج‎شبیه

نتایج‎نشان‎داد‎احتمال‎وقوع‎کاویتاسیون‎بر‎سرریز‎بدون‎‎چنین‎هماست‎شناسایی‎شد.‎‎تر‎ها‎بیش‎آن‎شروع‎کاویتاسیون‎در
‎،بیشهواده‎تر‎‎33از‎‎خواهد‎درصد‎تنداب‎کف‎بر‎وارد‎فشار‎افزایش‎و‎جریان‎سرعت‎کاهش‎برای‎،هواده‎از‎استفاده‎و‎بود

‎ ‎نصب‎هواده ‎به‎‎صورت‎بهضروری‎است. ‎احتمال‎وقوع‎کاویتاسیون‎را ‎داکت‎هواده، درصد‎کاهش‎داد4‎‎ترکیب‎رمپ‎و
(Hasanalipour Shahrabadi & Azhdary Moghaddam, 2021).‎

‎،آزمایشگاهی‎مطالعه‎یک‎پژوهشدر‎گران‎ک‎کروئنگ‎سد‎سرریز‎روی‎کاویتاسیون‎پدیده‎بررسی‎به‎و‎تأثیرلوت‎‎بر‎آن
‎دبی ‎سرعت‎جریان‎در ‎و ‎تغییرات‎فشار ‎مدل‎فیزیکی‎آزمایشگاهی، ‎از ‎استفاده ‎با ‎هیدرولیکی‎پرداختند. های‎‎ایمنی‎سازه
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گیری‎و‎شاخص‎کاویتاسیون‎محاسبه‎شد.‎سرریز‎سد‎موردبررسی‎در‎سه‎سطح‎شامل‎بدون‎آسیب‎کاویتاسیونی،‎‎مختلف‎اندازه
متر‎از‎تاج‎سرریز1/11‎‎تا3/6‎‎بندی‎شد.‎نتایج‎نشان‎داد‎فاصله‎‎بالای‎آسیب‎کاویتاسیون‎طبقه‎احتمال‎ایجاد‎کاویتاسیون‎و‎خطر

چنین‎مشخص‎شد‎‎یابد.‎هم‎مستعد‎وقوع‎کاویتاسیون‎قرار‎دارند‎و‎با‎افزایش‎سرعت‎جریان،‎احتمال‎آسیب‎سطحی‎افزایش‎می
کردن‎سطح‎‎دهد‎و‎با‎زبر‎احی‎نزدیک‎به‎کف‎سرریز‎رخ‎میتر‎در‎نو‎دلیل‎تمرکز‎سرعت‎بالا‎و‎تغییرات‎فشار،‎کاویتاسیون‎بیش‎به

 ‎.(Athqa & Azmeri, 2023)توان‎از‎آسیب‎ناشی‎از‎آن‎جلوگیری‎کرد‎‎سرریز‎و‎استفاده‎از‎هواده‎می

35‎بعدی‎سرریز‎برای‎‎بینی‎احتمال‎آسیب‎کاویتاسیون‎در‎سرریز‎نیلوفری‎سد،‎ابتدا‎جریان‎سه‎در‎پژوهشی،‎برای‎پیش
‎دینامیک‎س ‎از ‎استفاده ‎داده‎یالات‎محاسباتی‎شبیهمدل‎با ‎نتایج‎مدل‎عددی‎با ‎و ‎از‎‎سازی‎شد های‎آزمایشگاهی‎موجود

بینی‎مبتنی‎‎سازی،‎برای‎توسعه‎یک‎مدل‎پیش‎ه‎تحقیقات‎آب‎ایران‎مقایسه‎و‎اعتبارسنجی‎شد.‎نتایج‎حاصل‎از‎شبیهمؤسس
‎مدل‎سطح‎پاسخ‎برای‎تخمین‎پاسخ‎کاویتاسیون‎د‎بر‎روش‎سطح‎پاسخ‎به ‎نقاط‎بحرانی‎سرریز‎توسعه‎کار‎گرفته‎شد. ر

‎خروجی ‎بین ‎داد ‎نشان ‎نتایج ‎شد. ‎آسیب‎بررسی ‎احتمال ‎بر ‎پارامترهای‎جریان ‎متقابل ‎اثر ‎و‎‎یافت‎و ‎عددی های‎مدل
‎ضریب‎تعیین‎‎بینی‎پیش ۹5/0‎‎های‎مدل‎روش‎سطح‎پاسخ‎همبستگی‎بالایی‎با ‎دارد. تحلیل‎حساسیت‎‎چنین‎هموجود

‎جریان‎سرعت‎که‎داد‎نشان‎یشبپارامترها‎تر‎تأثیرین‎‎دارد‎کاویتاسیون‎آسیب‎بر‎را(Ghaffari et al., 2026)‎.‎
یری‎ماشین‎برای‎مسائلی‎از‎جمله‎از‎شناسایی‎و‎ارزیابی‎شدت‎کاویتاسیون‎در‎نواحی‎مستعد‎های‎یادگ‎استفاده‎از‎روش

‎سرریزها‎روی‎انرژی‎اتلاف‎میزان‎تخمین‎و‎سرریزها‎در‎آسیب(Pujari et al., 2023)‎پیش‎و‎رژیم‎انواع‎بینی‎‎‎روی‎جریان
‎سرریز(Weekaew et al., 2025)‎موردتوجه‎پژوهش‎گران‎‎گرفته‎قرار‎‎ترکیب‎از‎استفاده‎با‎،اخیر‎مطالعات‎از‎یکی‎در‎.است
‎پدیده‎مدل ‎بررسی ‎به ‎پشتیبان ‎بردار ‎ماشین ‎الگوریتم ‎و ‎عددی ‎شد.‎‎‎سازی ‎پرداخته ‎سد ‎اوجی ‎سرریز ‎در کاویتاسیون
‎جریان‎سه‎که‎طوری‎به سازی‎شد‎تا‎میدان‎‎شبیهFLOW-3D‎افزار‎‎هوا‎در‎سرریز‎با‎استفاده‎از‎نرم-بعدی‎دوفازی‎آب‎ابتدا

بینی‎‎کمک‎مدل‎ماشین‎بردار‎پشتیبان‎به‎پیش‎سرعت،‎فشار‎و‎شاخص‎کاویتاسیون‎در‎طول‎سازه‎استخراج‎گردد.‎سپس،‎به
‎طبقهشدت‎و‎پرداخته‎کاویتاسیون‎آسیب‎میزان‎بندی‎‎توانایی‎مدل‎این‎داد‎نشان‎نتایج‎.قابلشد‎پیشقبول‎در‎ی‎‎نواحی‎بینی

‎و‎دارد‎کاویتاسیون‎بیشمستعد‎تر‎فاصله‎در‎آسیب‎70ین‎‎1۹0تا‎می‎رخ‎سرریز‎ابتدای‎از‎متر‎‎اهمیت‎،موضوع‎این‎که‎دهد
‎.(Bagherzadeh et al., 2025)کند‎‎هوادهی‎را‎برجسته‎می‎طراحی‎مناسب‎مسیر‎جریان‎و‎استفاده‎از‎تجهیزات

‎به‎پیش‎ای،‎در‎مطالعه ‎ترکیب‎دینامیک‎سیالات‎محاسباتی‎و‎یادگیری‎ماشین، بینی‎نواحی‎مستعد‎کاویتاسیون‎در‎‎با
نمونه‎از‎شاخص‎کاویتاسیون‎تحت76۹‎‎ای‎شامل‎‎سرریز‎اوجی‎مجهز‎به‎جام‎پرتابی‎پرداخته‎شد.‎در‎این‎مطالعه،‎مجموعه

‎مدل ‎آموزش ‎برای ‎و ‎ایجاد ‎هیدرولیکی ‎مختلف ‎رگرسیون‎شرایط ‎مختلف ‎که‎های ‎داد ‎نشان ‎نتایج ‎شد. ‎استفاده ی
‎مدل‎الگوریتم ‎به ‎نسبت ‎بهتری ‎عملکرد ‎درخت، ‎بر ‎مبتنی ‎تقویتی ‎یادگیری ‎ساده‎های ‎پیش‎های ‎در ‎شاخص‎‎تر بینی

‎داشته ‎نقش‎تعیین‎چنین‎هم اند.‎کاویتاسیون ‎سرریز ‎هندسه ‎مشخص‎شد ‎اهمیت‎پارامترها ‎تحلیل ‎توسعه‎‎کننده‎با ای‎در
بینی‎.‎‎در‎پژوهشی،‎یک‎چارچوب‎مبتنی‎بر‎یادگیری‎ماشین‎برای‎پیش(Le et al., 2026)ارند‎نواحی‎مستعد‎کاویتاسیون‎د

‎تاج‎هیدروفویل‎توسعه‎داده‎محل‎شروع‎هوادهی‎در‎سرریزهای‎پله ‎مجموعهشد‎‎ای‎با ‎این‎پژوهش، ‎در .‎داده‎ های‎‎ای‎از
‎ ‎به ‎مربوط ‎پله60‎آزمایشگاهی ‎سرریز ‎مختلف ‎جمع‎پیکربندی ‎ماشین‎‎ای ‎یادگیری ‎پیشرفته ‎الگوریتم ‎پنج ‎با ‎و آوری

‎چنین‎همبر‎مکان‎شروع‎هوادهی‎است.‎‎مؤثرین‎عامل‎تر‎مهمقرار‎گرفت.‎نتایج‎نشان‎داد‎که‎عدد‎فرود‎جریان‎‎موردبررسی
ای‎و‎‎یار‎برای‎طراحی‎سرریزهای‎پله‎عنوان‎ابزار‎تصمیم‎توانند‎به‎های‎پیشرفته‎یادگیری‎ماشین‎می‎ریتممشخص‎شد‎الگو

 .‎(Nejatipour et al., 2026)قرار‎گیرند‎مورداستفادههای‎ناشی‎از‎کاویتاسیون‎‎کاهش‎ریسک‎آسیب

‎،سرریزها‎کاویتاسیون‎مطالعه‎در‎رایج‎بهرویکردهای‎طورعمده‎شبیه‎به‎سازی‎‎محدود‎آزمایشگاهی‎و‎عددی‎های
‎به ‎و‎ارزیابی‎آن‎را ‎ارائه‎می‎شده ‎دهند‎صورت‎دودویی‎)کاویتاسیون‎دارد/ندارد( .‎یک‎توسعه‎ نوآوری‎پژوهش‎حاضر،
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‎عمیق مدل ‎ یادگیری ‎پیچیده ‎الگوهای ‎استخراج ‎برای ‎استفاده ‎دادهبا ‎از‎از ‎حاصل ‎سرعت ‎و ‎فشار دینامیک‎ های

‎فراهم‎می شناسایی‎سطوح‎مختلف‎آسیب است‎که‎امکان‎سیالات‎محاسباتی ‎را ‎موضوعی‎که‎آورد‎در‎طول‎سرریز .

‎‎کم ‎است. ‎گرفته ‎قرار ‎موردتوجه ‎ هدفتر ‎دادهپژوهشاین ‎چارچوبی ‎ارائه ،‎‎برای‎ ‎هوش‎مصنوعی ‎بر ‎مبتنی محور
‎کمی‎پیش ‎طراحی‎مقاوم‎بینی‎و ‎به ‎نواحی‎بحرانی‎است‎که ‎مدیری‎سازی‎شدت‎کاویتاسیون‎در ‎و تر‎‎ت‎هوشمندانهتر
 .کند‎ها‎کمک‎می‎سازه

‎

 شناسی‌پژوهش‌.‌روش2

 مطالعه‌موردی.‌2‌.1

برداری‎رسیده‎‎به‎بهره13۹6‎های‎وابسته‎به‎آن‎در‎امتداد‎رودخانه‎نکا‎ساخته‎شده‎و‎در‎سال‎‎ای‎گلورد‎و‎سازه‎سد‎سنگریزه
‎تقریبی‎فاصله‎در‎سد‎این‎.45است‎جنوب‎کیلومتری‎مازندر‎استان‎،نکا‎شهر‎دارد.شرقی‎قرار‎ایران‎،ان‎‎گلوردنکا‎سد‎سرریز

‎ارتفاع‎در‎آن‎تاج‎که‎است‎اوجی‎نوع‎733از‎‎با‎برابر‎عرضی‎،تاج‎بخش‎در‎سرریز‎این‎.دارد‎قرار‎دریا‎سطح‎از‎66متری‎
سرریز‎سد‎نکا‎گلورد‎از‎نوع‎‎.یابد‎متر‎کاهش‎می6/42‎که‎این‎عرض‎در‎انتهای‎مسیر‎خروجی‎به‎حدود‎‎متر‎دارد،‎درحالی

‎ اوجی ‎تاجی‎در‎تراز ‎یا6/42‎‎متر‎در‎مقطع‎اوجی‎و‎حدود66‎‎متر‎بالاتر‎از‎سطح‎دریا،‎عرض733‎‎است‎با متر‎در‎انتها
‎سرریز‎تاج‎بالای‎تا‎ارتفاع‎.67خروجی‎‎سرریز‎شوت‎شیب‎.است‎10متر‎می‎درصد‎‎قوس‎یک‎با‎که‎50باشد‎‎شیب‎و‎متری

‎45طولی‎می‎متصل‎خروجی‎به‎درجه‎(‎جت‎یا‎خروجی‎تراز‎.پرتابشود‎)680‎‎را‎سیلاب‎یا‎آب‎که‎است‎دریا‎سطح‎از‎متر
‎منفی‎زاویه‎10با‎‎،افق‎به‎نسبت‎بهدرجه‎صورت‎می شوت‎پرتاب‎‎و‎شوت‎،اوجی‎تاج‎،ورودی‎شامل‎سرریز‎محدوده‎.کند
‎(Institute, 2011‎.)‎باشد‎می حوضچه‎آرامش

‎داده ‎این‎پژوهش، ‎نتایج‎شبیه‎مورداستفادههای‎‎در ‎ارزیابی‎مدل‎یادگیری‎عمیق‎از سازی‎جریان‎در‎‎برای‎آموزش‎و
1038‎ثانیه‎برداشت‎گردید‎و‎در‎مجموع5/0‎‎های‎زمانی‎‎سازی‎در‎گام‎های‎شبیه‎استخراج‎شد.‎خروجیFlow-3D‎افزار‎‎نرم
عنوان‎خروجی‎مدل‎تهیه‎شد.‎‎عنوان‎ورودی‎و‎شاخص‎آسیب‎کاویتاسیون‎به‎شامل‎متغیرهای‎فشار‎و‎سرعت‎جریان‎به‎داده
تغیر‎های‎مجموعه‎داده،‎آمار‎توصیفی‎شامل‎میانگین،‎انحراف‎معیار،‎حداقل‎و‎حداکثر‎مقادیر‎هر‎م‎منظور‎تشریح‎ویژگی‎به

‎جدول‎(1)در‎ارائه‎شده‎است.‎
‎

Table 1. Descriptive statistics of the input and output variables used for training the Deep MLP model 
Standard Deviation Mean Maximum Minimum Samples Variable 

9186.377 8824.501 81951.500 -23730.516 346 Pressure (P) 
5.440 16.292 30.361 2.335 346 Velocity (V) 
0.361 0.143 1.698 -0.161 346 Cavitation Index (σ) 

‎

 کاویتاسیون.‌2‌.2

‎سازه‎به ‎در ‎کاویتاسیون ‎میزان ‎تعیین ‎معروف‎است‎‎منظور ‎نیز ‎اولر ‎عدد ‎به ‎که ‎شاخص‎کاویتاسیون ‎از های‎هیدرولیکی،
‎می ‎(‎استفاده ‎شاخص‎کاویتاسیون ‎هرگاه 𝜎𝑖‎شود. )(‎ ‎کاویتاسیون ‎بحرانی‎شروع ‎مقدار ‎از ‎سرریز، ‎ای‎از ‎نقطه ‎هر (𝜎𝑖‎در

 شود:‎محاسبه‎می‎(1)یابد.‎شاخص‎کاویتاسیون‎با‎استفاده‎از‎رابطه‎‎شود،‎امکان‎وقوع‎این‎پدیده‎کاهش‎می‎تر‎بیش

σ =
𝑃 − 𝑃𝑣

𝜌
𝑉2

2

 ‎1رابطه)‎

‎،فوق‎معادله‎در𝑃‎‎،سیال‎موضعی‎فشار𝑃𝑣‎‎،بخار‎فشار𝑉‎‎و‎سیال‎سرعت𝜌‎می‎آب‎مخصوص‎جرم‎.باشد‎
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 یادگیری‌عمیق.‌2‌.3

یادگیری‎الگوهای‎برای‎های‎متعدد‎‎های‎عصبی‎با‎لایه‎ای‎از‎یادگیری‎ماشین‎است‎که‎از‎شبکه‎یادگیری‎عمیق‎زیرشاخه
شوند‎و‎یادگیری‎‎از‎داده‎استخراج‎میصورت‎خودکار‎‎ها‎به‎در‎این‎روش،‎ویژگی‎.کند‎ها‎استفاده‎می‎پیچیده‎با‎استفاده‎از‎داده
‎دریافت‎‎شبکه‎داده‎خامبه‎عبارت‎دیگر،‎در‎یادگیری‎عمیق،‎شود.‎‎لایه‎انجام‎می‎به‎صورت‎لایه‎از‎ساده‎به‎پیچیده‎و‎به را

‎کند.‎‎تبدیل‎میو‎خروجی‎نهایی‎‎دادهبه‎گیرد‎و‎‎های‎مهم‎داده‎را‎از‎داده‎خام‎می‎ای،‎ویژگی‎کرده‎و‎پس‎از‎پردازش‎لایه
‎سیستما ‎می‎ین‎روش‎به ‎امکان ‎به‎ها ‎پیش‎تعیین‎دهد ‎از ‎قوانین ‎از ‎‎جای‎استفاده ‎مستقیم‎بهشده، ‎داده‎طور ‎یاد‎‎از ها

‎صورت‎به‎فرایندشود.‎اما‎در‎یادگیری‎عمیق‎این‎‎ها‎توسط‎انسان‎انجام‎می‎های‎کلاسیک،‎استخراج‎ویژگی‎بگیرند.‎در‎روش
‎توسط‎شبکه ‎می‎خودکار ‎انجام ‎چندلایه ‎دادهگ‎های‎عصبی ‎افزایش‎حجم ‎با ‎به‎یرد. ‎محاسباتی، ‎پیشرفت‎توان ‎و ویژه‎‎ها

های‎گرافیکی،‎یادگیری‎عمیق‎توانسته‎است‎الگوهای‎پیچیده‎و‎غیرخطی‎را‎با‎دقت‎بالا‎یاد‎بگیرد‎و‎در‎مسائلی‎‎پردازنده
قایسه‎با‎یادگیری‎های‎پیچیده،‎عملکرد‎موفقی‎داشته‎باشد.‎در‎م‎بینی‎سیستم‎مانند‎تشخیص‎تصویر،‎پردازش‎زبان‎و‎پیش

شود‎‎صورت‎دستی‎انجام‎می‎ها‎به‎استخراج‎دادهها‎‎آن‎ماشینی‎کلاسیک‎مانند‎ماشین‎بردار‎پشتیبان‎و‎درخت‎تصمیم‎که‎در
صورت‎خودکار‎است‎و‎‎ها‎به‎های‎ساده‎قابل‎استفاده‎هستند،‎در‎یادگیری‎عمیق،‎استخراج‎داده‎های‎کم‎و‎مدل‎و‎برای‎داده

‎شوند.‎‎های‎بزرگ‎استفاده‎می‎ای‎دادههای‎عصبی‎چندلایه‎بر‎شبکه
‎لایه ‎ورودی، ‎لایه ‎یادگیری‎عمیق‎سه ‎ساختار ‎‎در ‎در ‎دارد. ‎خروجی‎وجود ‎لایه ‎و ‎درهای‎پنهان ‎ورودی، ‎یافتلایه

‎پیکسل‎داده ‎)مانند ‎خام ‎زمانی(‎های ‎سری ‎اعداد ‎یا ‎تصویر ‎پیشهای ،‎داده‎پردازش‎نرمال‎ ‎مانند ‎اندازه‎‎ها ‎تغییر ‎یا سازی
های‎میانی‎‎لایه های‎پنهان‎که‎لایهشود.‎در‎‎ها‎به‎سه‎بخش‎آموزش،‎اعتبارسنجی‎و‎آزمون‎انجام‎می‎تصاویر‎و‎تقسیم‎داده

تیجه‎ن،‎باشد.‎در‎لایه‎خروجی‎شود‎و‎محل‎اصلی‎یادگیری‎می‎ها‎در‎انجام‎می‎هستند،‎عملیات‎ریاضی‎و‎استخراج‎ویژگی
‎نهایی‎پیشمانند‎دسته‎یا‎بینی‎می‎ارائه‎بندی‎دهد‎(‎1شکل)‎.‎
‎

 
Figure 1. Deep learning network architecture implemented in MATLAB 2020a 

‎
صورت‎موازی‎عمل‎‎ها‎تشکیل‎شده‎است‎که‎به‎ای‎از‎نورون‎لازم‎به‎ذکر‎است‎که‎هر‎لایه‎از‎شبکه‎عصبی‎از‎مجموعه

های‎ورودی‎را‎دریافت‎کرده،‎پس‎از‎‎عنوان‎واحد‎اصلی‎پردازش‎و‎محاسبات‎در‎شبکه‎عصبی،‎سیگنال‎کنند.‎نورون‎به‎می
کند.‎سپس‎مقدار‎حاصل‎از‎طریق‎‎محاسبه‎می‎(2)رابطه‎ها‎را‎مطابق‎‎ها،‎مجموع‎وزنی‎ورودی‎اعمال‎ضرایب‎وزنی‎به‎آن

‎‎.شود‎قل‎میعنوان‎خروجی‎نورون‎به‎لایه‎بعدی‎منت‎سازی‎پردازش‎شده‎و‎به‎تابع‎فعال

𝑧 = ∑ 𝑤𝑖𝑥𝑖 + 𝑏 ‎2رابطه)‎

‎ ‎آن، ‎در ‎قبلی‎های‎ورودی‎دریافت‎داده𝑥𝑖‎که ‎لایه ‎از ‎‎شده ‎به‎وزن𝑤𝑖‎و ‎ورودی‎هستند‎که ‎هر ‎با عنوان‎‎های‎متناظر
‎،یادگیری‎قابل‎پارامترهای‎تأثیرمیزان‎می‎تعیین‎ یک‎پارامتر‎)بایاس(‎،𝑏‎‎چنین‎هم‎کنند.‎هر‎ورودی‎بر‎خروجی‎نورون‎را

سازی‎در‎امتداد‎محور‎افقی‎‎جایی‎تابع‎فعال‎موجب‎جابهشود‎و‎‎ها‎افزوده‎می‎قابل‎یادگیری‎است‎که‎به‎مجموع‎وزنی‎ورودی
کند‎که‎‎ها‎و‎بایاس‎این‎امکان‎را‎فراهم‎می‎.‎وجود‎وزندهد‎ها‎را‎افزایش‎می‎شده‎و‎در‎نتیجه‎توانایی‎شبکه‎در‎برازش‎داده

‎.سازی‎کند‎طور‎مؤثرتری‎مدل‎های‎ورودی‎و‎خروجی‎را‎به‎بط‎غیرخطی‎میان‎دادهشبکه‎عصبی‎روا
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‎ورودی ‎وزنی ‎مجموع ‎محاسبه ‎از ‎فعال‎پس ‎تابع ‎به ‎حاصل ‎مقدار ‎بایاس، ‎اعمال ‎و ‎می‎ها ‎منتقل ‎تابع‎‎سازی شود.
‎اجزای‎اساسی‎شبکه‎فعال ‎امکان‎‎سازی‎یکی‎از ‎خاصیت‎غیرخطی، ‎ایجاد ‎با یادگیری‎و‎های‎عصبی‎مصنوعی‎است‎که
کند.‎در‎واقع،‎خروجی‎هر‎نورون‎پس‎از‎اعمال‎تابع‎‎های‎ورودی‎و‎خروجی‎را‎فراهم‎می‎سازی‎روابط‎پیچیده‎میان‎داده‎مدل
نظر‎از‎‎سازی،‎شبکه‎عصبی‎صرف‎شود.‎بدون‎استفاده‎از‎توابع‎فعال‎سازی‎تعیین‎شده‎و‎به‎لایه‎بعدی‎شبکه‎ارسال‎می‎فعال

‎لایه ‎به‎مدل‎تعداد ‎قادر ‎تنها ‎متداول‎ها ‎جمله ‎از ‎بود.  ،‎Tansigتوان‎سازی‎می‎ترین‎توابع‎فعال‎سازی‎روابط‎خطی‎خواهد
RLU وSigmoid ‎ویژگیا‎یک‎هر‎که‎کرد‎شاره‎‎در‎متفاوتی‎عملکرد‎و‎فرایندها‎‎این‎ریاضی‎روابط‎.دارند‎شبکه‎یادگیری

‎ .توابع‎در‎ادامه‎ارائه‎شده‎است

Tansig(𝑧𝑖) =
𝑒𝑧𝑖

∑ 𝑒𝑧𝑗
𝑗

 ‎3رابطه)‎

ReLU(z) = max ( 0 , z ) ‎4رابطه)‎

𝑆𝑖𝑔𝑚𝑜𝑖𝑑(𝑧) =
1

1 + 𝑒−𝑧
 ‎5رابطه)‎

‎کنترل‎رفتار‎غیرخطی‎‎انتخاب‎تابع‎فعال ‎این‎توابع‎با ‎زیرا سازی‎مناسب‎نقش‎مهمی‎در‎عملکرد‎شبکه‎عصبی‎دارد،
‎از‎داده‎نورون ‎در‎استخراج‎الگوهای‎پیچیده ‎قابلیت‎شبکه‎را ‎افزایش‎می‎ها، ‎توجه‎به‎ماهیت‎‎ها ‎با ‎این‎پژوهش، ‎در دهند.

‎بر‎حاکم‎روابط‎فرایندغیرخطی‎‎ ‎توابع‎فعال‎تأثیرکاویتاسیون‎و ‎از ‎استفاده سازی‎مناسب‎‎متقابل‎پارامترهای‎هیدرولیکی،
‎دستامکان‎یابی‎پیش‎به‎دقیق‎بینی‎می‎فراهم‎را‎کاویتاسیون‎آسیب‎سطح‎تر‎کند.‎

‎فشار‎و‎سرعت‎جریان‎به ‎این‎مدل، عنوان‎متغیر‎خروجی‎برای‎‎عنوان‎متغیرهای‎ورودی‎و‎شاخص‎کاویتاسیون‎به‎در
‎‎.م‎بر‎پدیده‎کاویتاسیون‎مورداستفاده‎قرار‎گرفتندیادگیری‎روابط‎غیرخطی‎حاک ‎که‎است‎ذکر‎به‎لازم‎با‎آموزش‎فرایند

‎و‎بهینه‎استفاده‎از‎الگوریتم‎پس طور‎‎به‎.برسد‎حداقل‎به‎خطا‎تابع‎مقدار‎تا‎شد‎انجام‎مارکوارت-ساز‎لوونبرگ‎انتشار‎خطا
‎ ‎خلاصه، ‎این ‎نرمپژوهشدر ‎نسخه ،‎افزار‎MATLAB R2020aجعبه‎ ،‎ابزار‎مورداستفاده‎Neural Network Toolbox‎،

‎نرمال ‎داده‎روش ‎وزن‎mapminmaxها‎سازی ‎اولیه ‎مقداردهی ‎نحوه ،‎بایاس‎ ‎و ‎آموزش‎ها ‎الگوریتم –‎Levenbergها

Marquardtتکرار‎تعداد‎حداکثر‎،‎1000 Epochداده‎تقسیم‎نحوه‎و‎آموزش‎توقف‎معیارهای‎،‎مجموعه‎به‎ها‎‎،آموزش‎های
‎آزمون ‎و 70‎ اعتبارسنجی ،20‎‎ ‎شد‎درصد15‎و ‎‎.استفاده ‎)در 2‎شکل ‎به( ‎به‎مراحل ‎پژوهش‎برای‎‎کاررفته‎کار ‎این در

‎سطوح‎خطر‎کاویتاسیون‎نشان‎داده‎شده‎است.‎آوردن‎دست‎به
‎

‌های‌ارزیابی‌شاخص.‌2‌.4

استفاده3‎‎(‎و‎ریشه‎میانگین‎مربع‎خطاها‎،rضریب‎همبستگی‎)2امیانگین‎قدر‎مطلق‎خطاههای‎‎در‎این‎پژوهش،‎از‎شاخص
‎.خطاهاشد‎مطلق‎قدر‎میانگین‎مدل شاخص‎دقت‎و‎عملکرد‎مقایسه‎برای‎پرکاربرد‎معیارهای‎از‎یکی‎پیش‎های‎است‎بینی‎
‎‎که ‎میانگین ‎محاسبه ‎را ‎هدف ‎مقادیر ‎و ‎مدل ‎خروجی ‎بین ‎نزدیک‎کند.‎میتفاوت ‎صفر ‎به ‎هرچه ‎آن ‎باشد،‎‎مقدار تر

بزاری‎آماری‎برای‎تعیین‎نوع‎و‎درجه‎رابطه‎دو‎متغیر‎است.‎مقدار‎ضریب‎همبستگی،‎ادهنده‎دقت‎بالاتر‎مدل‎است.‎‎نشان
‎بین‎1آن-‎‎می1تا‎+‎مدل‎در‎،ضریب‎این‎.است‎صفر‎برابر‎،دومتغیر‎بین‎رابطه‎وجود‎عدم‎درصورت‎و‎باشد‎پیش‎های‎‎بینی

ص‎کاربردی‎در‎شود.‎شاخص‎ریشه‎میانگین‎مربع‎خطاها،‎یک‎شاخ‎شده‎محاسبه‎می‎بینی‎بین‎مقادیر‎واقعی‎و‎مقادیر‎پیش
‎مدل ‎دقت ‎نشان‎ارزیابی ‎که ‎است ‎رگرسیونی ‎مقادیر‎‎های ‎و ‎واقعی ‎مقادیر ‎بین ‎اختلاف ‎مربعات ‎میانگین ‎ریشه دهنده

ترتیب‎‎ها‎به‎تر‎است.‎مقادیر‎این‎شاخص‎تر‎باشد‎مطلوب‎که‎مقدار‎آن‎هرچه‎به‎صفر‎نزدیک‎طوری‎باشد.‎به‎شده‎می‎بینی‎پیش
‎روابط‎رابطهدر‎6)‎‎تا(8‎)است‎شده‎ارائه.‎
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‎
Figure 2. Flowchart of the deep artificial neural network model 

 

MAE =
1

𝑛
∑ |𝑌𝑚  −  Y𝑝|

𝑛

𝑖=1

 ‎6رابطه)‎

𝑟 =
∑ (𝑌𝑚 − Ȳ𝑚)(𝑌𝑝 − Ȳ𝑝)𝑛

𝑖=1

√(𝑌𝑚 − Ȳ𝑚)2√(𝑌𝑝 − Ȳ𝑝)
2
 ‎7رابطه)‎

RMSE = √
1

𝑛 − 1
∑(𝑌𝑚  −  Y𝑝)2

𝑛

𝑖=1

 ‎8رابطه)‎

میانگین‎مقادیرȲ𝑝‎‎شده‎و‎‎بینی‎مقدار‎پیشY𝑝‎ میانگین‎مقادیر‎مشاهداتی،Ȳ𝑚‎‎مقدار‎مشاهداتی،‎𝑌𝑚‎‎،که‎در‎روابط‎بالا
شدت‎آسیب‎ایجادشده‎‎براساسگانه،‎سطوح‎مختلف‎خطر‎کاویتاسیون‎‎بندی‎پنج‎با‎ارائه‎یک‎طبقهباشد.‎‎شده‎می‎بینی‎پیش

‎معرفی‎بتن‎سطح‎طبقهشددر‎این‎مطابق‎ .‎نشان‎اول‎کلاس‎،بندی‎‎دوم‎کلاس‎،کاویتاسیونی‎آسیب‎بدون‎شرایط‎دهنده
ترتیب‎بیانگر‎آسیب‎شدید‎و‎‎نجم‎بههای‎چهارم‎و‎پ‎های‎خفیف‎و‎کلاس‎بیانگر‎احتمال‎وقوع‎آسیب،‎کلاس‎سوم‎معرف‎آسیب

‎جدول(‎هستند‎کاویتاسیونی‎آسیب‎شدت‎2حداکثر‎،حاضر‎پژوهش‎در‎.)‎برای‎مذکور‎جدول‎پیشاز‎کاویتاسیون‎خطر‎سطح‎بینی‎
کهBagherzadeh et al.‎(2025)‎‎در‎مطالعات‎اخیر‎از‎جمله‎‎لازم‎به‎ذکر‎است‎که‎.شد‎استفاده‎با‎استفاده‎از‎نتایج‎یادگیری‎عمیق

‎خطر‎شدت‎تحلیل‎ ‎همین‎چارچوب‎برای‎ارزیابی‎و ‎از ‎است، ‎سرریزهای‎اوجی‎پرداخته ‎کاویتاسیون‎در ‎بررسی‎رفتار به
‎این‎ ‎از ‎استفاده ‎موردمطالعه، ‎نوع‎سازه ‎شرایط‎هیدرولیکی‎و ‎تشابه ‎به ‎توجه ‎با ‎بنابراین، ‎است. ‎شده کاویتاسیون‎استفاده

‎.بندی‎در‎پژوهش‎حاضر‎معتبر‎و‎قابل‎استناد‎است‎طبقه
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Table 2. Cavitation damage risk level classification (Ermani et al., 2013) 
Class Damage Risk Level Cavitation Index Range 

1 No cavitation risk 𝜎 > 1 
2 Possible cavitation occurrence 0.45 < 𝜎 ≤ 1 
3 Mild to moderate damage 0.25 < 𝜎 ≤ 0.45 
4 Severe damage 0.17 < 𝜎 ≤ 0.25 
5 Maximum ultimate damage 𝜎 ≤ 0.17 

‎

 و‌بحثهای‌پژوهش‌‌یافته‌.3

‎کاویتاسیون‎در‎سرریزهای‎اوجی‎به ‎‎پدیده ‎و‎کاهش‎ایمنی‎بهره‎مهمعنوان‎یکی‎از برداری‎شناخته‎‎ترین‎عوامل‎تخریب‎سازه
‎پیش‎ازاین‎.شود‎می ‎اهمیت‎ویژه‎رو، ‎از ‎پدیده ‎این ‎از ‎آسیب‎ناشی ‎میزان ‎بهره‎بینی‎دقیق ‎طراحی، ‎نگهداری‎‎ای‎در برداری‎و
بینی‎مبتنی‎بر‎‎مدل‎پیش‎منظور‎توسعه‎یک‎های‎سد‎گلوردنکا‎به‎های‎هیدرولیکی‎برخوردار‎است.‎در‎این‎پژوهش،‎از‎داده‎سازه

‎به شبکه‎عصبی‎عمیق یابی‎به‎مدلی‎با‎دقت‎بالا‎و‎‎منظور‎دست‎برای‎برآورد‎آسیب‎کاویتاسیون‎در‎سطح‎سرریز‎استفاده‎شد.
ها،‎نرخ‎یادگیری‎و‎الگوریتم‎آموزش‎‎پذیری‎مناسب،‎تأثیر‎عوامل‎مؤثر‎بر‎عملکرد‎شبکه‎شامل‎نحوه‎تقسیم‎داده‎قابلیت‎تعمیم

یافته‎‎مند‎موردبررسی‎قرار‎گرفت‎و‎مقادیر‎بهینه‎هر‎یک‎از‎این‎پارامترها‎تعیین‎شد.‎در‎ادامه،‎عملکرد‎مدل‎توسعه‎صورت‎نظام‎به
‎مقایسه‎گردید.‎ های‎آماری‎مختلف‎ارزیابی‎و‎نتایج‎آن‎با‎نتایج‎حاصل‎از‎مدل‎ماشین‎بردار‎پشتیبان‎با‎استفاده‎از‎شاخص

های‎آموزش،‎اعتبارسنجی‎و‎آزمون‎‎ها،‎چهار‎سناریوی‎مختلف‎برای‎مجموعه‎ترین‎نسبت‎تقسیم‎داده‎منظور‎تعیین‎مناسب‎به
‎گرفت ‎تقسیم‎داده(3)جدول‎‎موردبررسی‎قرار ‎نتایج‎ارزیابی‎مدل‎نشان‎داد‎که‎نحوه .‎چشم‎تأثیر‎ ‎شبکه‎‎ها گیری‎بر‎عملکرد

‎ ‎نسبت ‎با ‎اول ‎سناریوی ‎در ‎دارد. ‎عمیق ‎میانگین60-20-20عصبی ‎ریشه ‎و ‎تعیین ‎ضریب ‎مقادیر ،‎‎خطا‎ مربعات

‎قابل‎دست به 0224/0 و ۹۹6/0 ترتیب‎به ‎نشان‎می‎آمد‎که‎عملکرد ‎سناریوی‎دوم‎قبولی‎را ‎در ‎نسبت‎‎،دهد. ،70‎-20-10با

برای‎ضریب‎تعیین‎و‎ریشه‎میانگین‎مربعات‎خطا‎حاصل‎شد‎که‎در‎ 1148/0 و 8۹8/0 شدت‎افت‎کرد‎و‎مقادیر‎عملکرد‎مدل‎به
‎به‎خود‎اختصاص‎داد.‎این‎کاهش‎چشمتر‎مقایسه‎با‎سایر‎سناریوها،‎ضعیف دهد‎که‎حجم‎ناکافی‎‎گیر‎نشان‎می‎ین‎عملکرد‎را

با‎نسبت‎‎،شود.‎در‎سناریوی‎سوم‎پذیری‎مدل‎می‎درصد(‎منجر‎به‎ارزیابی‎ناقص‎و‎کاهش‎قابلیت‎تعمیم10‎های‎آزمون‎)تنها‎‎داده

20-10-70‎عملکرد‎،دوباره‎مقادیر‎و‎یافت‎ضریب 01۹8/0 و ۹۹7/0 بهبود‎برای‎‎شد‎ثبت‎خطا‎مربعات‎میانگین‎ریشه‎و‎تعیین
تر‎مدل‎است.‎در‎نهایت،‎بهترین‎نتایج‎مربوط‎به‎سناریوی‎‎های‎آزمون‎در‎ارزیابی‎دقیق‎که‎حاکی‎از‎تأثیر‎مثبت‎افزایش‎سهم‎داده

‎تقسیم ‎با ‎آن‎بیش70‎-15-15بندی‎‎چهارم ‎(۹۹8/0‎ترین‎مقدار‎ضریب‎تعیین‎بود‎که‎در ‎خطا‎و‎کم ( (0158/0‎) ترین‎مقدار
های‎اعتبارسنجی‎و‎آزمون،‎توازن‎مطلوبی‎را‎‎درصد‎برای‎هر‎یک‎از‎مجموعه15‎دهد‎که‎نسبت‎‎حاصل‎شد.‎این‎یافته‎نشان‎می

کند‎که‎انتخاب‎‎طور‎کلی،‎نتایج‎این‎بررسی‎تأکید‎می‎کند.‎به‎بین‎آموزش‎کافی‎مدل‎و‎ارزیابی‎معتبر‎از‎عملکرد‎آن‎برقرار‎می
‎اعتبارسنجی‎و‎آزمون‎نقشی‎کلیدی‎در‎دست‎های‎های‎مناسب‎برای‎داده‎نسبت ‎قابلیت‎‎آموزش، ‎دقت‎بالا‎و یابی‎به‎مدلی‎با
انتخاب‎شد‎و‎در‎ادامه‎پژوهش‎برای‎توسعه‎و‎‎برترعنوان‎ساختار‎‎بندی‎به‎بنابراین،‎این‎تقسیم‎.کند‎پذیری‎مطلوب‎ایفا‎می‎تعمیم

‎.ارزیابی‎نهایی‎مدل‎مورداستفاده‎قرار‎گرفت
‎

Table 3. Selection of appropriate data for prediction using deep neural network 
Data Splitting r RMSE 

Training 60% 
0.996 0.0224 Validation 20% 

Test 20% 
Training 70% 

0.898 0.1148 Validation 20% 
Test 10% 
Training 70% 

0.997 0.0198 Validation 10% 
Test 20% 
Training 70% 

0.998 0.0158 Validation 15% 

Test 15% 
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تا0001/0‎‎بررسی‎حساسیت‎مدل‎شبکه‎عصبی‎عمیق‎نسبت‎به‎نرخ‎یادگیری،‎شش‎مقدار‎متفاوت‎در‎بازه‎‎منظور‎به
1/0‎موردارزیابی‎‎یادگیری‎نرخ‎انتخاب‎که‎داد‎نشان‎بررسی‎این‎نتایج‎.گرفت‎تأثیرقرار‎قابل‎و‎مستقیم‎‎عملکرد‎بر‎توجهی

‎یادگیری‎‎پیش ‎نرخ ‎در ‎دارد. ‎مقدار0001/0بینی‎مدل ‎خطاها ، ‎مربع ‎میانگین ‎ ریشه ‎با ‎که0۹013/0‎‎برابر ‎شد محاسبه
‎نشان‎می ‎ضعیفی‎را ‎افزایش‎نرخ‎یادگیری‎به‎‎عملکرد‎نسبتاً ‎با رسید‎که‎،0762/0‎‎خطا‎کاهش‎یافته‎و‎به0005/0‎دهد.

ین‎تر‎کمکه‎‎ادامه‎یافت،‎جایی001/0‎هبود‎عملکرد‎مدل‎است.‎این‎روند‎کاهش‎خطا‎تا‎نرخ‎یادگیری‎حاکی‎از‎شروع‎روند‎ب
بینی‎را‎به‎خود‎اختصاص‎داد.‎این‎یافته‎‎حاصل‎شد‎و‎بهترین‎عملکرد‎پیش06۹4/0‎یعنی‎‎ریشه‎میانگین‎مربع‎خطاها مقدار

کند.‎با‎‎آموزش‎برقرار‎می‎فرایند،‎تعادل‎مطلوبی‎را‎بین‎سرعت‎همگرایی‎و‎پایداری001/0‎دهد‎که‎نرخ‎یادگیری‎‎نشان‎می
‎افزایش‎نرخ‎یادگیری‎به‎‎این 005/0‎حال، ،01/0‎‎ ‎به‎افزا‎ترتیب‎به1/0‎و ‎به‎مقادیر‎منجر 07۹3/0‎یش‎خطا ،0825/0‎‎و

0۹63/0‎نرخ‎در‎ ‎این‎افزایش‎خطا ‎می‎های‎یادگیری‎بزرگ‎گردید. ‎نقاط‎‎فرایندتوان‎به‎ناپایداری‎‎تر‎را آموزش‎و‎پرش‎از
‎به ‎حین ‎نشانه‎روزرسانی‎وزن‎بهینه ‎از ‎که ‎نسبت‎داد ‎بیش‎ها ‎پدیده ‎هزینه‎‎های‎وقوع ‎تابع ‎در ‎نوسانات‎شدید ‎یا آموزشی
‎به‎محسوب‎می ‎این‎تحلیل‎حساسیت‎نشان‎می‎شود. ‎نتایج ‎نرخ‎طورکلی، ‎که ‎به‎‎دهد ‎کوچک‎منجر های‎یادگیری‎بسیار

‎بی‎فرایندهای‎یادگیری‎بزرگ،‎‎که‎نرخ‎شوند،‎درحالی‎همگرایی‎کند‎و‎گیرافتادن‎در‎نقاط‎بهینه‎محلی‎می ثبات‎‎آموزش‎را
(‎نقش‎کلیدی001/0‎ین،‎انتخاب‎نرخ‎یادگیری‎بهینه‎)دهند.‎بنابرا‎توجهی‎کاهش‎می‎قابل‎طور‎به‎کرده‎و‎عملکرد‎مدل‎را

‎دستدر‎یابی‎تعمیم‎قابلیت‎و‎بالا‎دقت‎با‎مدلی‎به‎می‎ایفا‎مطلوب‎پذیری‎‎کهکند‎به‎عنوان‎‎مدل‎آموزش‎در‎مبنا‎پارامتر‎یک
‎مورداستفادهنهایی‎‎قرار‎شکل(‎3گرفت‎.)‎
‎

 
Figure 3. Effect of learning rate on the prediction performance of the deep neural network model 

‎
‎مناسب‎به ‎انتخاب ‎شامل‎منظور ‎پرکاربرد ‎الگوریتم ‎سه ‎عملکرد ‎عمیق، ‎عصبی ‎شبکه ‎برای ‎آموزش ‎الگوریتم ‎ترین

4‎مارکوارت-لوونبرگ ‎مقاوم‎پس، 5‎‎انتشار ‎مومنتومو ‎و ‎یادگیری‎تطبیقی ‎نرخ ‎ارزیابی‎ریشه‎براساس6‎‎شیب‎کاهشی‎با معیار
‎مربعات‎گرفت. خطامیانگین‎قرار‎مقایسه‎و‎مدل موردارزیابی‎به‎قادر‎الگوریتم‎سه‎هر‎که‎داد‎نشان‎نتایج‎‎متغیرهای‎بین‎رابطه‎سازی

 آمده،‎الگوریتم‎دست‎ها‎مشاهده‎شد.‎مطابق‎نتایج‎به‎بینی‎آن‎توجهی‎در‎دقت‎پیش‎ورودی‎و‎خروجی‎هستند،‎اما‎تفاوت‎قابل

ترین‎میزان‎خطا‎را‎به‎خود‎اختصاص‎داد‎و‎بهترین‎عملکرد‎را‎در‎‎کم0184/0‎برابر‎با‎RMSE‎‎با‎مقدار‎مارکوارت-لوونبرگ
‎الگوریتم ‎مقادیر‎میان ‎مقابل، ‎در ‎داد. ‎نشان ‎الگوریتم RMSE های‎موردبررسی ‎ های‎برای ‎سوم ‎و ‎با‎‎بهدوم ‎برابر ترتیب

0546/0‎(66‎درصد‎‎ ‎کارهش( ‎به‎درصد08۹8/0‎(80‎و بینی‎نسبت‎به‎‎آمد‎که‎بیانگر‎کاهش‎دقت‎پیش‎دست‎کارهش(
‎است‎مارکوارت-الگوریتم‎لوونبرگ ‎الگوریتم. ترین‎الگوریتم‎آموزش‎شبکه‎‎عنوان‎مناسب‎به‎مارکوارت-لوونبرگ بر‎این‎اساس،
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پس‎از‎انتخاب‎الگوریتم‎آموزش،‎‎.های‎بعدی‎بر‎مبنای‎این‎الگوریتم‎انجام‎گرفت‎عصبی‎عمیق‎انتخاب‎شد‎و‎تمامی‎تحلیل
‎Grid Search‎سعی‎و‎خطا‎و‎پارامترهای‎مدل‎با‎استفاده‎از‎روشابر‎بینی،‎تنظیم‎‎ترین‎دقت‎پیش‎یابی‎به‎بیش‎منظور‎دست‎به

‎.است‎ذکر‎شده‎عمیقاستفاده‎شده‎در‎شبکه‎عصبی‎‎مختلفپارامترهای‎‎ادیرمق(4‎جدول‎)در‎ انجام‎شد.
‎

Table 4. Parameters used in the deep neural network model 
Parameter Value 

Network type Deep MLP (Multilayer Perceptron) 

Training algorithm Levenberg–Marquardt 

Hidden layer activation function Tan-Sigmoid 

Output layer activation function Linear 

Number of hidden layers 3 

Network architecture (neurons per layer) 10, 8, 5 

‎
‎یک‎شبکه‎عصبی‎پرسپترون‎چندلایه‎عمیق‎مدل‎منظور‎به ‎سازی‎رابطه‎غیرخطی‎بین‎متغیرهای‎ورودی‎و‎خروجی،

(Deep MLP‎)پیاده‎و‎طراحی‎مخفی‎لایه‎سه‎با‎‎.شد‎بهسازی‎منظور‎‎تعداد‎تعیین‎نورونبرتر‎لایه‎های‎‎،مخفی‎فرایندهای‎
ترکیب‎مختلف‎شامل‎سه‎مقدار‎برای‎،27‎‎فرایندانجام‎شد.‎در‎اینGrid Search‎‎با‎استفاده‎از‎روش‎‎ابر‎پارامترسازی‎‎بهینه

(‎مخفی‎لایه‎هشتهر‎،10‎‎12و‎‎،اول‎لایه‎برای‎ششنورون‎،هشت‎‎10و‎‎و‎دوم‎لایه‎برای‎4نورون‎،5‎‎6و‎‎برای‎نورون
‎ ‎عملکرد‎‎موردارزیابیلایه‎سوم( ‎RMSE‎های‎شاخص‎براساسهر‎ترکیب‎قرار‎گرفت. ،MAE‎همبستگی‎ضریب‎و‎(R‎)
‎مقایسه‎شد ‎معماری‎شامل‎‎براساس. 10‎نتایج‎حاصل، ‎عملکرد‎‎پنجو‎‎هشت، ‎از‎نظر‎بهتر‎نورون‎در‎سه‎لایه‎مخفی، را
‎.(5گردید‎)جدول‎عنوان‎معماری‎نهایی‎انتخاب‎‎بینی‎و‎میزان‎خطا‎ارائه‎داد‎و‎به‎دقت‎پیش

‎بهره ‎با ‎ساختار ‎و‎‎این ‎پیچیده ‎الگوهای ‎استخراج ‎برای ‎لازم ‎توانایی ‎لایه، ‎هر ‎در ‎نورون ‎مناسب ‎تعداد ‎از گیری
آورد.‎انتخاب‎تابع‎‎برازش‎فراهم‎می‎های‎میدان‎جریان‎را‎بدون‎افت‎عملکرد‎یا‎وقوع‎پدیده‎بیش‎غیرخطی‎حاکم‎بر‎داده

در‎ ژوهش،‎تابع‎تانژانت‎سیگموئیدشود.‎در‎این‎پ‎سازی‎مناسب،‎گام‎اساسی‎دیگری‎در‎طراحی‎شبکه‎محسوب‎می‎فعال
+،‎ضمن‎افزایش‎توانایی‎شبکه‎در1‎تا‎‎-1ها‎به‎بازه‎‎کار‎گرفته‎شد.‎این‎تابع‎با‎نگاشت‎داده‎های‎مخفی‎به‎تمامی‎لایه

‎از‎سوی‎دیگر،‎در‎لایه‎‎شناسایی‎روابط‎غیرخطی،‎به‎پایداری‎فرایند‎آموزش‎و‎تسریع‎همگرایی‎کمک‎شایانی‎می کند.
بودن‎متغیر‎هدف‎)شدت‎آسیب‎کاویتاسیون(‎و‎عدم‎‎دلیل‎پیوسته‎استفاده‎شده‎است.‎این‎انتخاب‎به طیخروجی‎از‎تابع‎خ

‎دامنه‎ ‎اعمال‎محدودیت‎بر ‎بدون ‎را ‎واقعی ‎مقادیر ‎بتواند ‎مدل ‎است‎تا ‎صورت‎گرفته ‎خاص، ‎دامنه ‎به محدودیت‎آن
بینی‎عددی‎آسیب‎کاویتاسیون‎از‎کارایی‎بالایی‎‎ویژه‎در‎مسائل‎رگرسیونی‎و‎پیش‎بینی‎کند.‎این‎رویکرد‎به‎خروجی‎پیش

‎ ‎همبرخوردار ‎به‎است. ‎خروجی‎بر‎عملکرد‎شبکه،‎‎چنین، ‎تأثیر‎اختلاف‎مقیاس‎متغیرهای‎ورودی‎و ‎جلوگیری‎از منظور
+‎نگاشت‎شوند.‎این1‎تا‎‎-1ها‎به‎دامنه‎‎سازی‎شدند‎تا‎تمامی‎ویژگی‎ها‎پیش‎از‎شروع‎فرایند‎آموزش‎نرمال‎تمامی‎داده

طورکلی،‎ترکیب‎معماری‎‎نهایی‎مدل‎داشته‎است.‎به‎توجهی‎در‎افزایش‎سرعت‎همگرایی‎و‎بهبود‎دقت‎اقدام‎تأثیر‎قابل
‎خطی های‎مخفی‎و‎در‎لایه تانژانت‎سیگموئید سازی‎،‎استفاده‎از‎تابع‎فعالپنجو‎‎هشت،10‎های‎‎لایه‎با‎تعداد‎نورون‎سه

م‎آورده‎سازی‎دقیق‎و‎کارآمد‎پدیده‎کاویتاسیون‎را‎فراه‎ها،‎امکان‎مدل‎سازی‎مؤثر‎داده‎در‎لایه‎خروجی،‎همراه‎با‎نرمال
شده‎توانسته‎است‎به‎درک‎عمیقی‎از‎روابط‎پیچیده‎حاکم‎بر‎این‎پدیده‎دست‎یابد.‎‎دهد‎که‎پیکربندی‎انجام‎و‎نشان‎می

‎پ ‎تعیین ‎لونبرگ‎پارامترهای‎مدلس‎از ‎الگوریتم ‎از ‎استفاده ‎با ‎آموزش‎آن ‎عملکرد-و ‎های‎جنبه‎از‎مدل‎مارکوارت،
‎نمودارهای‎شامل‎تحلیلی‎نمودارهای‎و‎آماری‎های‎شاخص‎از‎ای‎جموعهم‎منظور،‎بدین.‎گرفت‎قرار‎موردارزیابی‎مختلف

‎آموزش،‎های‎داده‎برای‎را‎ها‎ارزیابی‎این‎از‎حاصل‎نتایج‎،(4شکل‎).‎گرفتند‎قرار‎موردبررسی‎عملکرد،‎منحنی‎رگرسیون،
‎.‎دهد‎می‎نشان‎ها‎داده‎کل‎و‎آزمون‎اعتبارسنجی،

‎
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Table 5. Grid Search Result for Optimizing the Hidden Layer Architecture of the MLP model 
MAE RMSE R Architecture 
0.006 0.014 0.99 10-8-5 

 

 
Figure 4. Performance evaluation of deep learning at different stages 

‎
‎صورت‎متراکم‎حول‎خط‎قطری‎بهنقاط‎مربوط‎به‎هر‎سه‎مجموعه‎داده‎‎(4)در‎شکل‎شود،‎‎طورکه‎مشاهده‎می‎همان

(y=x‎ ‎گرفته( ‎پیش‎قرار ‎قوی‎بین‎مقادیر ‎همبستگی‎بسیار ‎مقادیر‎هدف‎)واقعی(‎‎بینی‎اند‎که‎حاکی‎از ‎توسط‎مدل‎و شده
‎تعیین‎می ‎ضریب ‎مجموعه باشد. ‎‎برای ‎آزمون ‎و ‎اعتبارسنجی ‎آموزش، ‎با‎ترتیب‎بههای ‎و‎۹۹86۹/0،‎۹۹۹03/0‎برابر

۹۹268/0‎‎ ‎که ‎است ‎شده ‎می‎نشانمحاسبه ‎مراحل ‎تمامی ‎در ‎مدل ‎بالای ‎بسیار ‎دقت ‎مقدار‎دهنده برابرr ‎ باشد.

‎عملکرد‎‎برای‎کل‎داده ۹۹837/0 با ‎است‎که ‎ذکر ‎به ‎لازم ‎است. ‎داده ‎کل‎مجموعه ‎عالی‎مدل‎در ‎عملکرد ‎مؤید ‎نیز ها

های‎آموزش‎و‎اعتبارسنجی‎است،‎اما‎همچنان‎‎از‎مجموعه‎تر‎کماگرچه‎اندکی‎ ۹۹268/0 مجموعه‎آزمون‎با‎ضریب‎تعیین
‎قابلیت‎تعمیم ‎از ‎حاکی ‎و ‎دارد ‎قرار ‎مطلوبی ‎بسیار ‎سطح ‎داده‎در ‎به ‎می‎پذیری‎مناسب‎مدل ‎‎های‎جدید ،‎چنین‎همباشد.

‎بیانگر‎آن‎است‎که‎مدل‎از‎پدیده‎بیش r نزدیکی‎مقادیر ش‎آموز‎فرایندمصون‎مانده‎و‎ برازش‎در‎هر‎سه‎مجموعه‎داده،
‎نشان‎به ‎و ‎امری‎طبیعی‎بوده ‎آزمون، ‎مجموعه ‎پراکندگی‎اندک‎نقاط‎در ‎است. ‎شده ‎توانایی‎مدل‎در‎‎خوبی‎انجام دهنده

‎داده ‎‎های‎دیده‎مواجهه‎با یافته،‎‎مجموع‎نتایج‎ارزیابی‎عملکرد‎مدل‎نشان‎داد‎که‎شبکه‎عصبی‎عمیق‎توسعهنشده‎است.
ی‎حاکم‎بر‎پدیده‎کاویتاسیون‎و‎بازتولید‎دقیق‎رفتار‎آن‎دارد.‎بنابراین،‎توانایی‎مناسبی‎در‎یادگیری‎روابط‎پیچیده‎و‎غیرخط

‎نتایج‎‎کار‎به‎بینی‎شدت‎آسیب‎کاویتاسیون‎ابزاری‎کارآمد‎برای‎پیش‎عنوان‎بهدیده‎‎مدل‎آموزش گرفته‎شد.‎بر‎این‎اساس،
 .تارائه‎شده‎اس‎(6)جدول‎‎بینی‎سطوح‎خطر‎کاویتاسیون‎در‎طول‎سرریز‎تحت‎دبی‎طراحی‎در‎پیش

‎
Table 6. Prediction of cavitation risk levels using the DNN model 

Zone Station (m) Cavitation Damage Level Risk Status 

1 Stations 30 to 50 1 No risk 

2 Stations 50 to 70 2 Possible damage 

3 Stations 70 to 90 4 Severe damage 

4 Stations 90 to 110 5 Maximum ultimate damage 

5 Stations 110 to 130 5 Maximum ultimate damage 

6 Stations 130 to 150 5 Maximum ultimate damage 

7 Stations 150 to 170 5 Maximum ultimate damage 

8 Stations 170 to 190 5 Maximum ultimate damage 

 



 637  کاظم شاهوردی و همکاران/   یمورد مطالعه: قیعم یریادگی مدل از استفاده با یاوج زیسرر در ونیتاسیکاو بیآس سطوح ینیب شیپ

دهنده‎تغییرات‎شدت‎آسیب‎کاویتاسیون‎در‎طول‎سرریز‎تحت‎شرایط‎دبی‎‎وضوح‎نشان‎به،‎(6)‎شده‎در‎جدول‎نتایج‎ارائه
بوده‎و‎،1‎‎سطح‎خطر‎کاویتاسیون‎برابر‎با‎(1متر‎)ناحیه50‎‎تا30‎‎های‎‎باشد.‎مطابق‎این‎نتایج،‎در‎بازه‎ایستگاه‎طراحی‎می
‎هیچ یابد‎که‎‎افزایش‎می2‎متر(،‎سطح‎خطر‎به70‎‎تا50‎‎های‎‎ایستگاه)2‎شود.‎در‎ناحیه‎‎گونه‎خطری‎مشاهده‎نمی‎عملاً

،‎سطح‎(3متر‎)ناحیه۹0‎‎تا70‎‎باشد.‎از‎ایستگاه‎‎گیر‎نمی‎دهنده‎امکان‎وقوع‎آسیب‎است،‎هرچند‎شدت‎آن‎هنوز‎چشم‎نشان
‎به‎4خطر‎می‎حاکم‎شدید‎آسیب‎شرایط‎و‎یافته‎ارتقا‎بحرانی‎.شود‎‎نواحی‎به‎مربوط‎وضعیت‎4ترین‎‎8تا‎(ایستگاه‎‎۹0های‎

‎1۹0تا‎‎خطر‎سطح‎،بازه‎این‎تمامی‎در‎که‎است‎)5متر‎(‎نشان‎افزایشی‎الگوی‎این‎.است‎شده‎ثبت‎)نهایی‎آسیب‎حداکثر
های‎‎یابد‎و‎بخش‎توجهی‎افزایش‎می‎طور‎قابل‎دهد‎که‎با‎حرکت‎در‎امتداد‎سرریز‎و‎افزایش‎طول،‎شدت‎کاویتاسیون‎به‎می

‎م‎انتهایی‎سرریز‎بیش ‎دارا ‎می‎یترین‎پتانسیل‎وقوع‎آسیب‎را ‎دلایل‎این‎افزایش‎را ‎افزایش‎‎باشند. توان‎به‎عواملی‎نظیر
های‎کاویتاسیون‎در‎نواحی‎انتهایی‎نسبت‎داد‎که‎در‎‎سرعت‎جریان،‎کاهش‎فشار‎موضعی‎در‎اثر‎شیب‎تند‎و‎ایجاد‎حباب

‎حباب ‎این ‎برخورد ‎شدت ‎و ‎چگالی ‎افزایش‎می‎نتیجه، ‎سرریز ‎سطح ‎به ‎آس‎ها ‎تجمعی ‎ماهیت ‎دیگر، ‎سوی ‎از یب‎یابد.
کند‎‎ها‎تأکید‎می‎دست،‎شدت‎تخریب‎به‎حداکثر‎مقدار‎خود‎برسد.‎این‎یافته‎شود‎که‎در‎نواحی‎پایین‎کاویتاسیون‎باعث‎می

تر،‎استفاده‎از‎‎ترین‎نقاط‎از‎نظر‎وقوع‎کاویتاسیون‎بوده‎و‎نیازمند‎طراحی‎دقیق‎های‎انتهایی‎سرریز‎از‎حساسیت‎که‎بخش
‎نتایج7‎در‎جدول‎(‎باشند.‎می رانه‎مانند‎هوادهیهای‎پیشگی‎تر‎و‎اجرای‎روش‎مصالح‎مقاوم ‎مقایسه‎نتایج‎این‎تحقیق‎با ،)

‎.است‎شده‎ارائه‎پشتیبان‎بردار‎ماشین‎روش‎
 

Table 7. Comparison of prediction performance between DNN and SVM models 

Model Function Train Test 
MAE R RMSE MAE R RMSE 

DNN DL MLP 0.0098 0.998 0.0208 0.018 0.996 0.028 
SVM RBF 0.32 0.882 0.127 0.024 0.857 0.133 

‎
‎جدول‎نتایج‎ارائه ‎در ‎(7)‎شده ‎مدل‎وضوح‎نشان‎می‎به، ‎که ‎آزمون،‎ یادگیری‎عمیق دهد ‎آموزش‎و ‎مرحله ‎دو ‎هر در

 مدل برای‎مدل ضریب‎تعیینداشته‎است.‎در‎مرحله‎آموزش،‎مقدار‎ماشین‎بردار‎پشتیبان‎‎عملکرد‎برتری‎نسبت‎به‎مدل

دست‎آمد‎‎به 882/0 تنهاماشین‎بردار‎پشتیبان‎ که‎این‎مقدار‎برای‎مدل‎محاسبه‎شد،‎درحالی ۹۹8/0 برابر‎با‎یادگیری‎عمیق
 ‎، DNNمیزان‎خطای‎مدلچنین‎همهای‎مدل‎عمیق‎با‎مقادیر‎واقعی‎است.‎‎بینی‎تر‎پیش‎که‎حاکی‎از‎همبستگی‎بسیار‎قوی

‎ ‎مدل0208/0 برابر‎با RMSE مقداردر‎مرحله‎آموزش‎با ‎در‎مقایسه‎با ، ‎پشتیبان‎بردار‎باماشین RMSE 127/0 معادل‎،
‎چشمکاهش‎میگیر‎نشان‎ ‎در‎‎ی‎را ‎یادگیری‎الگوهای‎موجود ‎عصبی‎عمیق‎در ‎بالاتر‎شبکه ‎دقت‎بسیار ‎بیانگر ‎که دهد

،‎عملکرد‎بسیار028/0‎ برابر‎با RMSE و ۹۹6/0 با‎ضریب‎تعیین DNN های‎آموزش‎است.‎در‎مرحله‎آزمون‎نیز‎مدل‎داده

‎مدل‎مطلوب ‎به ‎نسبت ‎ تری ‎پشتیبان ‎بردار ‎ 133/0 معادل RMSE و 857/0 برابر R باماشین ‎داد. برای‎‎چنین‎همارائه
‎،مدل‎عملکرد‎بهتر‎ارزیابی‎خطاها‎بهنتایج‎صورت‎‎شکل‎در‎ای‎جعبه‎(5)نمودار‎.است‎داده‎نشان‎

تر‎و‎نیاز‎به‎تنظیم‎پارامترهای‎‎پیچیدگی‎بیش‎باوجودل‎یادگیری‎عمیق،‎دهند‎که‎مد‎وضوح‎نشان‎می‎این‎نتایج‎به
سازی‎کند.‎‎تر،‎توانسته‎است‎روابط‎غیرخطی‎و‎پیچیده‎حاکم‎بر‎پدیده‎کاویتاسیون‎را‎با‎دقت‎بسیار‎بالاتری‎مدل‎بیش

‎(RMSE‎توجه‎مقادیر‎خطا‎کاهش‎قابل نسبت‎‎یادگیری‎عمیق مدل گیر‎ضریب‎همبستگی‎در‎مدل‎و‎افزایش‎چشم(
‎پشتیبان به ‎بردار ‎ویژگیماشین ‎استخراج ‎قابلیت ‎و ‎چندلایه ‎ساختار ‎واقعیت‎است‎که ‎این ‎مؤید ،‎‎در‎ ‎انتزاعی های

های‎عصبی‎عمیق،‎امکان‎شناسایی‎الگوهای‎پنهان‎و‎روابط‎غیرخطی‎میان‎متغیرهای‎ورودی‎)همچون‎فشار،‎‎شبکه
‎و‎شدت‎آسیب‎کاویتاسیون‎را ‎شرایط‎هیدرولیکی( ‎مدل‎سرعت‎جریان‎و ‎از های‎کلاسیک‎یادگیری‎‎به‎مراتب‎بهتر

 آورد.‎ماشین‎فراهم‎می
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Figure 5. Diagram of test error values for the sensitivity analysis of the model 

‎
‎مدل ‎برتری ‎اصلی ‎دلایل ‎از ‎عمیق مدل یکی ‎سلسلهیادگیری ‎یادگیری ‎در ‎آن ‎توانایی ،‎ویژگی‎ ‎کشف‎‎مراتبی ‎و ها

با‎وجود‎کارایی‎مناسب‎در‎مسائل‎با‎ابعاد‎پایین،‎در‎ماشین‎بردار‎پشتیبان‎ که‎مدل‎ها‎است،‎درحالی‎تر‎در‎داده‎چیدههای‎پی‎وابستگی
‎داده ‎عملکرد‎ضعیف‎مواجهه‎با ‎روابط‎غیرخطی‎پیچیده، ‎بالا‎و ‎ابعاد ‎نشان‎می‎های‎با ‎خود ‎مدل‎تری‎از ‎سوی‎دیگر، ‎از  دهد.

های‎مخفی‎و‎ساختار‎عمیق‎خود،‎‎سازی‎غیرخطی‎)همچون‎تانژانت‎سیگموئید(‎در‎لایه‎کارگیری‎توابع‎فعال‎با‎به‎یادگیری‎عمیق
‎مدل‎می ‎پیچیدگی‎را ‎درجه‎بالایی‎از ‎حالی‎که‎مدل‎تواند‎فضاهای‎ویژگی‎با ‎در ‎پشتیبان‎ سازی‎کند، ‎تکیه‎بر‎ماشین‎بردار با

‎می‎مدل‎تری‎در‎محدودیت‎بیش )تابع‎کرنل(‎های‎غیرخطی‎هسته ‎توجه‎به‎این‎نتایج، ‎با توان‎‎سازی‎توابع‎بسیار‎پیچیده‎دارد.
دلیل‎دقت‎‎بینی‎شدت‎آسیب‎کاویتاسیون‎در‎سرریزهای‎اوجی،‎به‎نتیجه‎گرفت‎که‎استفاده‎از‎مدل‎شبکه‎عصبی‎عمیق‎برای‎پیش

ویژه‎‎شود.‎این‎برتری‎به‎محسوب‎میتر،‎انتخاب‎بهتری‎نسبت‎به‎مدل‎ماشین‎بردار‎پشتیبان‎‎پذیری‎مناسب‎بالاتر‎و‎قابلیت‎تعمیم
دهد‎‎های‎جدید‎است،‎کاملا‎ًمشهود‎بوده‎و‎نشان‎می‎ها‎در‎مواجهه‎با‎داده‎در‎مرحله‎آزمون‎که‎معیار‎اصلی‎سنجش‎کارایی‎مدل

اذ‎برداران‎در‎جهت‎شناسایی‎نواحی‎بحرانی‎و‎اتخ‎اعتمادتر‎برای‎کمک‎به‎طراحان‎و‎بهره‎که‎مدل‎عمیق،‎ابزاری‎کارآمدتر‎و‎قابل
‎.رود‎شمار‎می‎های‎هیدرولیکی‎به‎تصمیمات‎پیشگیرانه‎در‎زمینه‎نگهداری‎و‎تعمیرات‎سازه

‎

‌گیری‌نتیجه.‌4
‎این‎چندلایهپژوهشدر‎عصبی‎شبکه‎بر‎مبتنی‎عمیق‎یادگیری‎مدل‎قابلیت‎، پیش‎برای‎‎سرریز‎در‎کاویتاسیون‎آسیب‎بینی

‎گلوردنکا‎سد‎موردارزیابیاوجی‎‎ ‎‎یابی‎دست‎منظور‎بهقرار‎گرفت. ‎الگوریتم‎بندی‎داده‎تقسیم‎تأثیربه‎ساختار‎بهینه، های‎‎ها،
ترتیب‎‎درصد‎به70‎-15-15بندی‎‎سازی‎و‎ابرپارامترهای‎مختلف‎بررسی‎شد.‎نتایج‎نشان‎داد‎که‎تقسیم‎آموزش،‎توابع‎فعال

ارائه‎داده‎ 0158/0 بابرابرRMSE ‎ و ۹۹8/0 برای‎آموزش،‎اعتبارسنجی‎و‎آزمون،‎بهترین‎عملکرد‎را‎با‎ضریب‎همبستگی
‎الگوریتم ‎-لوونبرگ است. ‎نسبت ‎الگوریتممارکوارت ‎دیگر‎به ‎های ‎یادگیری ‎نرخ ‎و ‎داشت ‎برتری ‎عملکرد ،001/0‎‎نیز

تانژانت‎ سازی‎نورون،‎تابع‎فعال‎پنجو‎‎هشت،10‎مدل‎نهایی‎با‎سه‎لایه‎مخفی‎شامل‎.‎مقدار‎بهینه‎انتخاب‎شد‎عنوان‎به
‎دقت‎ خطی های‎مخفی‎و‎در‎لایه سیگموئید ‎با ‎توانست‎روابط‎غیرخطی‎حاکم‎بر‎پدیده‎کاویتاسیون‎را در‎لایه‎خروجی،

‎و 028/0 برابر‎با۹۹6/0‎،RMSE‎ های‎آماری‎در‎مرحله‎آزمون‎شامل‎ضریب‎همبستگی‎سازی‎کند.‎شاخص‎بالایی‎شبیه

MAE‎تعمیم018/0 معادل‎قابلیت‎ ‎از ‎حاکی ،‎بیش‎ ‎وقوع ‎عدم ‎است‎پذیری‎مطلوب‎و ‎مدل ‎برازش‎در ‎پیش. بینی‎‎نتایج
‎ایستگاه‎از‎آسیب‎شدت‎که‎داد‎نشان‎خطر‎۹0سطوح‎بعد‎به‎متر‎بیش‎تر‎است،‎این‎با‎‎آسیب‎میزان‎و‎محل‎شناسایی‎حال

‎پشتیبان یادگیری‎عمیق مقایسه‎عملکرد‎مدل‎.ضروری‎است ‎مدل‎ماشین‎بردار ‎ضریب‎ با ‎که‎مدل‎عمیق‎با نشان‎داد
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های‎‎بینی‎آسیب‎کاویتاسیون‎دارد.‎وابستگی‎نتایج‎به‎داده‎ی‎در‎پیشتر‎بیشدقت‎RMSE،‎‎تر‎کمو‎خطای‎ همبستگی‎بالاتر
‎شرایط‎هیدرولیکی‎متفاوت‎محدود‎یک‎سد‎خاص‎و‎عدم‎تعمیم ‎هندسه‎یا ‎پذیری‎مستقیم‎به‎سرریزهای‎با ،‎لحاظ‎عدم

ورودی‎و‎نیاز‎‎های‎حساسیت‎مدل‎به‎کیفیت‎دادهو‎‎اثرات‎دینامیکی‎جریان‎دو‎فازی‎و‎تغییرات‎زبری‎سطح‎در‎طول‎زمان
 شود.‎آتی‎پیشنهاد‎می‎های‎پژوهشحاضر‎است‎که‎برای‎‎پژوهشهای‎‎از‎محدودیت‎پردازش‎دقیق‎به‎پیش

‎

‌ها‌نوشت‌پی.‌5
1. Cavitation 
2. MAE 
3. RMSE 

4. Levenberg–Marquardt 
5. Resilient Backpropagation 
6. Gradient Descent with Adaptive Learning Rate and Momentum 

‎

‌.‌تعارض‌منافع6
‎گونه‎تعارض‎منافع‎توسط‎نویسندگان‎وجود‎ندارد.‎‎هیچ

‎
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