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Accurate modeling of groundwater quality requires a proper understanding of 
the spatial dependency structure of hydrochemical parameters and the 
application of advanced predictive approaches. In this study, six machine 
learning algorithms including K-Nearest Neighbors (KNN), Multi-Layer 
Perceptron (MLP), Random Forest (RF), Gaussian Process Regression (GPR), 
Gradient Boosting Regression (GBR) and Extreme Gradient Boosting 
(XGBoost) were employed to predict electrical conductivity (EC) and calcium 
(Ca²⁺) concentrations in Guilan Province, Iran. To incorporate spatial 
dependency into the predictive framework, the distances to neighboring wells 
were introduced as input features, and model performance was evaluated under 
different neighborhood scenarios (4 to 8 neighboring wells) using annual 
groundwater quality data from 2002 to 2018. The results indicate that ensemble 
learning models outperform the other algorithms; however, the optimal spatial 
configuration varies between parameters. For electrical conductivity (EC), the 
Random Forest model achieved the best performance when eight neighboring 
wells were considered, with an R‑squared value of 0.888, a root mean square 
error of 117.165, and a mean absolute error of 84.173. This suggests a broader 
spatial dependency for this parameter within the aquifer system. In contrast, for 
calcium ion (Ca²⁺), the XGBoost model yielded the optimal performance with 
four neighboring wells, achieving an R‑squared value of 0.811, a root mean 
square error of 1.154, and a mean absolute error of 0.820, indicating that local 
hydrogeochemical processes exert a stronger control on the spatial distribution 
of this ion. The comparison of neighborhood scenarios further demonstrates that 
increasing the number of neighboring wells does not necessarily improve 
prediction accuracy for all parameters, highlighting the importance of 
parameter-specific spatial dependency analysis. Overall, the findings confirm 
that integrating machine learning with spatial feature engineering provides an 
effective framework for intelligent groundwater quality modeling and can 
support the optimization of monitoring networks and water resources 
management strategies. 
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  ها: واژهکلید
‎نییفیت‎آب‎زیرزمیبینی‎ک‎پیش

‎یادگیری‎ماشین
‎های‎فضایی‎مهندسی‎ویژگی

‎شوری
‎کلسیم

های‎زیرزمینی‎مستلزم‎درک‎ساختار‎وابستگی‎مکانی‎پارامترهای‎شیمیایی‎و‎‎سازی‎دقیق‎کیفیت‎آب‎مدل
‎با‎هدف‎پیشبینی‎‎های‎پیش‎گیری‎از‎روش‎بهره ‎در‎این‎پژوهش، بینی‎متغبرهای‎هدایت‎‎پیشرفته‎است.

(‎ EC(‎الکتریکی ‎کلسیم ‎و )Ca+²‎شامل‎ماشین‎یادگیری‎ ‎شش‎الگوریتم ‎از ‎استان‎گیلان، ‎در )KNN‎،
MLP‎،Random Forest (RF)‎،Gaussian Process Regression (GPR)‎،Gradient Boosting 

Regression (GBR)‎‎ XGBoost‎‎و ‎فاصله‎چاهکردن‎‎لحاظ‎منظور‎بهاستفاده‎شد. ‎فضایی، های‎‎ساختار
‎به ‎مدل‎همجوار ‎ورودی‎به ‎آن‎عنوان ‎عملکرد ‎و ‎شد ‎افزوده ‎چاه‎ها ‎سناریوهای‎مختلف‎تعداد ‎در های‎‎ها
(‎ ‎‎چهارهمسایه ‎داده‎هشتتا ‎از ‎استفاده ‎با ‎‎چاه( ۲00۲‎‎های‎سالانه‎دوره نتایج‎‎ارزیابی‎گردید.۲0۱8‎تا

‎ ‎که ‎الگوریتم‎مدلنشان‎داد ‎سایر ‎برتری‎نسبت‎به ‎یادگیری‎جمعی‎عملکرد ‎اما‎‎های‎مبتنی‎بر ‎دارند، ها
‎برای‎.است‎متفاوت‎متغیر‎هر‎برای‎فضایی‎بهینه‎الگویEC‎مدل‎،RF‎‎از‎استفاده‎سناریوی‎در‎هشت‎چاه

‎ ‎مقدار ‎با ‎را ‎بهترین‎عملکرد R2‎‎همسایه ‎با 888/0‎برابر ،RMSE‎‎ ‎با ۱65/۱۱7‎‎برابر ‎بMAE‎و ا‎برابر
۱73/84‎نشان‎که‎داد‎ارائه‎گسترده‎مکانی‎وابستگی‎دهنده‎‎برای‎،مقابل‎در‎.است‎آبخوان‎در‎متغیر‎این‎تر

Ca+2‎‎مدلXGBoost‎‎سناریوی‎چهاردر‎‎با‎بهینه‎عملکرد‎به‎همسایه‎چاهR2‎‎با‎8۱۱/0برابر‎‎وMAE‎
‎با‎8۲0/0برابر‎غالب‎بیانگر‎که‎یافت‎دست‎‎مکانفرایندبودن‎توزیع‎در‎محلی‎است.های‎یون‎این‎ی‎‎مقایسه

‎منجر‎به‎بهبود‎دقت‎پیش‎سناریوها‎نشان‎داد‎که‎افزایش‎تعداد‎چاه بینی‎برای‎تمامی‎‎های‎همسایه‎الزاماً
‎نمی ‎یافته‎پارامترها ‎باید‎جداگانه‎تحلیل‎شود. ‎وابستگی‎مکانی‎هر‎متغیر ‎و‎ساختار های‎این‎مطالعه‎‎شود

سازی‎‎های‎فضایی،‎چارچوبی‎مؤثر‎برای‎مدل‎ی‎ویژگیکند‎که‎تلفیق‎یادگیری‎ماشین‎با‎مهندس‎تأکید‎می
‎آب ‎کیفیت ‎می‎هوشمند ‎فراهم ‎زیرزمینی ‎می‎های ‎و ‎بهینه‎کند ‎در ‎شبکه‎تواند ‎و‎‎سازی ‎پایش های

‎قرار‎گیرد.‎مورداستفادهگیری‎مدیریتی‎‎تصمیم
‎
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‌مقدمه‌.۱
به‎یکی‎از‎تهدیدات‎جدی‎برای‎امنیت‎ ،ویژه‎در‎منطقه‎غرب‎آسیا‎و‎شمال‎آفریقا‎کمبود‎منابع‎آب‎شیرین‎در‎سطح‎جهانی‎و‎به

های‎شدید‎منابع‎آب‎،‎‎با‎محدودیتخشک‎و‎نیمه‎خشک‎عنوان‎کشوری‎با‎اقلیم‎آبی،‎غذایی‎و‎اجتماعی‎تبدیل‎شده‎است.‎ایران‎به
ترین‎‎درصد‎از‎کل‎منابع‎آب‎مصرفی‎کشور،‎اصلی90‎می،‎بخش‎کشاورزی‎با‎مصرف‎حدود‎مواجه‎است.‎براساس‎آمارهای‎رس

‎(.۱400‎ریزی‎و‎توسعه‎منابع‎آب،‎‎شود‎)معاونت‎برنامه‎عامل‎فشار‎بر‎منابع‎آب‎زیرزمینی‎محسوب‎می
ی‎تغییرات‎اقلیم‎چنین‎همبر‎و‎‎رشد‎جمعیت،‎گسترش‎اراضی‎زیر‎کشت،‎تغییر‎الگوی‎کشت‎به‎سمت‎محصولات‎آب

‎کاهش‎بارش ‎به ‎منجر ‎این‎‎که ‎در ‎است. ‎زده ‎هم ‎بر ‎هیدرولوژیک‎را ‎تعادل‎طبیعی‎چرخه ‎است، ‎شده ‎افزایش‎دما ‎و ها
‎آب ‎خطر‎‎ی‎عمل‎میسال‎خشکای‎استراتژیک‎برای‎روزهای‎پرتلاطم‎‎ذخیره‎عنوان‎بههای‎زیرزمینی‎که‎‎شرایط، ‎با کنند،

‎حد ‎از ‎بیش ‎برداشت‎رو‎روبه برداشت ‎این ‎بی‎هستند. ‎ظرفیت‎رو‎های ‎کاهش ‎ایستابی، ‎سطح ‎شدید ‎افت ‎به ‎منجر یه
‎افت‎کیفیت‎آب‎‎ذخیره و‎نفوذ‎ نزمی‎فرونشستزیستی‎مانند‎‎های‎خطرناک‎محیط‎ها‎و‎پدیده‎تغلیظ‎آلاینده‎دلیل‎بهسازی،

ر‎بنابراین،‎مدیریت‎پایدار‎منابع‎آب‎زیرزمینی‎دیگ (.Wada et al., 2010) های‎ساحلی‎و‎داخلی‎شده‎است‎آب‎شور‎در‎دشت
‎بلکه‎یک‎ضرورت‎حیاتی‎برای‎بقای‎اکوسیستم ‎تداوم‎فعالیت‎یک‎انتخاب‎نیست، ‎و ‎اجتماعی‎کشور‎‎ها های‎اقتصادی‎و

‎است ‎مدل. ‎پایش‎و ‎این‎میان، ‎دقت‎بالا‎های‎زیرزمینی‎سازی‎کیفیت‎آب‎در ‎ارکان‎اصلی‎مدیریت‎‎عنوان‎به‎با یکی‎از
آب‎تحت‎تأثیر‎طیف‎وسیعی‎از‎عوامل‎طبیعی‎و‎انسانی‎است.‎‎ای‎پیدا‎کرده‎است.‎کیفیت‎اهمیت‎ویژه۱‎بیکپارچه‎منابع‎آ

‎شامل‎طبیعی‎سنگفرایندعوامل‎هوازدگی‎های‎واکنش‎و‎املاح‎انحلال‎،یونی‎تبادل‎،ها‎سفره‎در‎بیوشیمیایی‎های‎‎آب‎های
‎(Gurdak & Qi, 2012; Moghaddam & Ashrafzadeh, 2026‎است .)‎ ‎عوامل‎انسانی‎مانند‎استفاده از‎از‎سوی‎دیگر،

‎فاضلاب ‎ورود ‎کشاورزی، ‎سموم ‎صنعتی‎تصفیه‎کودهای‎شیمیایی‎و ‎فعالیت‎های‎شهری‎و ‎و ‎ترکیب‎‎نشده های‎معدنی،
‎به‎شدت‎تغییر‎داده‎شیمیایی‎آب ‎آلاینده‎های‎زیرزمینی‎را ‎فلزات‎سنگین‎)مانند‎آرسنیک،‎‎اند. ‎نیتریت، هایی‎مانند‎نیترات،

‎پاید ‎و ‎جامعه ‎سلامت ‎کل، ‎سختی ‎و ‎کادمیوم( ‎و ‎میسرب ‎تهدید ‎را ‎کشاورزی  ;‎(Alijani et al., 2018کنند‎اری

Moghaddam & Tavana, 2023). ‎
‎الگوریتم ‎کاربرد ‎اخیر، ‎دهه ‎پیش‎در توجهی‎یافته‎‎بینی‎کیفیت‎آب‎زیرزمینی‎گسترش‎قابل‎های‎یادگیری‎ماشین‎در

‎ ‎دادهگر‎پژوهشاست. ‎نشان ‎متعددی ‎الگوریتم‎ان ‎این ‎که ‎می‎اند ‎پیچی‎ها ‎روابط ‎پارامترهای‎توانند ‎بین ‎غیرخطی ‎و ده
های‎آماری‎کلاسیک‎)مانند‎رگرسیون‎‎های‎هیدروژئولوژیکی‎و‎کیفیت‎آب‎را‎با‎دقتی‎بالاتر‎از‎روش‎وشیمیایی،‎ویژگیرهید

‎در‎ادامه،‎مروری‎بر‎مهم‎خطی(‎مدل برخی‎مطالعات‎بر‎.‎شود‎شده‎در‎این‎حوزه‎ارائه‎می‎ترین‎مطالعات‎انجام‎سازی‎کنند.
‎اند.‎‎تمرکز‎داشته3‎(ANN‎)ی‎عصبی‎مصنوعیها‎کاربرد‎شبکه
‎و‎آزمایش‎برداری‎فیزیکی‎از‎چاه‎های‎سنتی‎پایش‎کیفیت‎آب‎که‎مبتنی‎بر‎نمونه‎روش های‎آزمایشگاهی‎هستند،‎‎ها

بربودن،‎پراکندگی‎مکانی‎نامناسب‎و‎عدم‎توانایی‎در‎‎های‎بالا،‎زمان‎اند،‎اما‎دارای‎معایب‎جدی‎شامل‎هزینه‎اگرچه‎دقیق
‎برای‎بهره‎های‎سنتی‎داده‎درحقیقت‎روش‎ی‎تغییرات‎آتی‎هستند.بین‎پیش ‎را ‎روش‎های‎لازمه های‎نوین‎تهیه‎‎گیری‎از

‎می‎.کنند‎سیستم‎پیچیدگی‎و‎پویایی‎به‎توجه‎ ‎نیاز‎به‎روش‎های‎آب‎با ای‎احساس‎‎هزینه‎های‎نوین،‎سریع‎و‎کم‎زیرزمینی،
بینی‎‎های‎تغییرات‎کیفیت‎آب‎را‎شناسایی‎کرده‎و‎برای‎آینده‎پیشهای‎موجود،‎الگو‎شود‎که‎بتوانند‎با‎استفاده‎از‎داده‎می

ابزارهایی‎قدرتمند‎برای‎حل‎مسائل‎‎عنوان‎به4‎کنند.‎در‎این‎راستا،‎رویکردهای‎مبتنی‎بر‎هوش‎مصنوعی‎و‎یادگیری‎ماشین
‎(Singh et al., 2019.) ‎اند‎پیچیده‎غیرخطی‎در‎هیدرولوژی‎ظهور‎کرده

‎ ‎همکاران ‎و ‎ترکیب‎الگوریتمتوا‎(۲0۲5)مقدم ‎درنظرگرفتن ‎با ‎‎نستند ‎و ‎‎لحاظهای‎مختلف‎هوش‎مصنوعی و‎کردن
‎اطلاعات‎چاه ‎مقایسه‎مکانی‎بخشی‎از‎حوضه‎‎عنوان‎بههای‎همسایه‎‎واردکردن‎فاصله‎و ‎متغیرهای‎ورودی‎با بخشی‎از
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‎از‎‎مدل‎جنگل‎تصادفی‎بهترین‎عملکرد‎آبریز‎دریاچه‎نمک‎و‎دریای‎خزر‎دریافتند‎که‎درمجموع های‎مورداستفاده‎‎بین‎مدل‎را
با‎استفاده‎از‎در‎چین6‎‎(‎در‎حوضه‎آبریز‎هولا۲0۲۲و‎همکاران‎)5‎دوچنین،‎‎هم(.Moghaddam et al., 2025‎است‎)‎ها‎داشته‎‎آن

و‎نشان‎‎افتندیدرصد‎دست6/94‎‎خودکار‎تراز‎آب،‎به‎دقت‎‎صیتشخ‎یبرا‎ری(‎و‎پردازش‎تصوCNN)‎یکانولوشن‎یشبکه‎عصب
‎مدل‎که‎دادندCNN‎یعملکرد‎به‎تطب‎روش‎از‎بهتر‎قیمراتب‎(‎الگوTemplate Matching.دارد‎)‎‎

7‎‎کومار ‎همکاران ‎مدل‎(۲0۲0)و ‎ها‎از ‎مصنوعی‎شبکهی ‎عصبی ‎پیش8‎های ‎آلاینده‎برای ‎غلظت ‎در‎‎بینی ‎آلی های
‎نشان‎دادند‎که‎این‎مدل‎های‎زیرزمینی‎منطقه‎آب ‎هند‎استفاده‎کردند‎و ‎یادگیری‎الگوها‎ای‎در ‎در ی‎پیچیده‎عملکرد‎ها

‎اولیه‎پارامترهای‎به‎حساسیت‎و‎آموزش‎مراحل‎در‎همگرایی‎چالش‎با‎همواره‎اما‎،دارند‎روبهخوبی‎رو‎مطالعه‎در‎.هستند‎‎ای
‎،9زِنگدیگر‎‎همکاران‎(۲0۲۱)و‎تصادف‎جنگل‎الگوریتم‎۱0یاز‎(RF‎)طبقه‎برای‎یانگ‎آبریز‎حوضه‎در‎آب‎کیفیت‎بندی‎‎تسه

‎ ‎کردند. ‎استفاده ‎چین ‎آندر ‎که‎نتایج ‎داد ‎نشان ‎داده‎دلیل‎به RF ها ‎برابر ‎در ‎بالا ‎پرت‎مقاومت ‎به۱۱‎‎های ‎نیاز ‎عدم و
‎داده‎نرمال ‎از‎سازی‎شدید ‎عملکردی‎پایدارتر ANN ‎ ها، ‎چنین‎همدارد. ۱۲‎‎لیو، ‎همکاران ‎تقویت‎(۲0۲۲)و ‎الگوریتم گر‎‎از
۱3‎(GBR‎یگرادیان ‎سفره‎برای‎پیش( ‎در‎های‎آب‎زیرزم‎بینی‎غلظت‎نیترات‎در ‎برتری‎این‎روش‎را ‎و ‎کردند ینی‎استفاده

‎(Kumar et al., 2020; Zeng et al., 2021; Liu et al., 2022.)‎بینی‎اثبات‎نمودند‎مدیریت‎خطاهای‎پیش
های‎اخیر‎‎دلیل‎سرعت‎بالا‎و‎قابلیت‎تنظیم‎دقیق‎پارامترها،‎در‎سال‎به۱4‎(XGBoostایکس‎جی‎بوست‎)‎چنین‎الگوریتم‎هم

‎ ‎قرار ‎پژوهشموردتوجه ‎است. ‎زمینه‎گرفته ‎این‎الگوریتم‎در ‎کرده‎گران‎متعددی‎از ‎برای‎‎های‎مختلف‎هیدرولوژی‎استفاده اند.
‎،۱5چننمونه‎(‎همکاران‎۲0۲۱و‎)بررس‎یبا‎آبر‎زیحوضه‎‎۱6فوهرودخانه‎چ‎ن،یدر‎‎مدل‎ازXGBoost‎یبرا‎شیپ‎ینیب‎تیفیک‎‎آب
‎شرا ‎نتا‎یمیمختلف‎اقل‎طیدر ‎کردند. ‎دقت‎مناسب‎نیپژوهش‎نشان‎داد‎که‎ا‎جیاستفاده ‎به‎شب‎یمدل‎با ‎راتییتغ‎یساز‎هیقادر

‎کار‎گرفته‎شود.‎به‎یطور‎مؤثر‎به‎یبر‎منابع‎آب‎سطح‎میاقل‎رییاثرات‎تغ‎لیدر‎تحل‎تواند‎یآب‎بوده‎و‎م‎تیفیک
‎

 نوآوری‌و‌اهمیت‌پژوهش‌.۱‌.۱

ای‎برای‎متغیرهای‎‎های‎مشاهده‎پذیری‎رویکرد‎مبتنی‎بر‎ساختار‎فضایی‎چاه‎نوآوری‎اصلی‎این‎پژوهش‎در‎ارزیابی‎تعمیم
‎.است‎زیرزمینی‎آب‎کیفیت‎درحالیمختلف‎که‎‎پیشین‎بیشمطالعات‎تر‎خاص‎کیفی‎متغیر‎یک‎برای‎را‎رویکرد‎این‎به‎کار‎

اند،‎در‎این‎پژوهش‎دو‎متغیر‎کیفی‎با‎‎های‎کیفی‎تعمیم‎داده‎سایر‎شاخص‎اند‎و‎نتایج‎حاصل‎را‎بدون‎ارزیابی‎کافی‎به‎گرفته
گویی‎به‎این‎پرسش‎اساسی‎را‎‎اند.‎این‎موضوع‎امکان‎پاسخ‎قرار‎گرفته‎موردبررسی‎زمان‎هم‎صورت‎بههای‎متفاوت‎‎ویژگی

 گونه‎خواهد‎بود.چهای‎همسایه‎برای‎متغیرهای‎مختلف‎کیفیت‎آب‎‎مدل‎برتر‎و‎تعداد‎بهینه‎چاه‎کند‎که‎فراهم‎می

‎MLP،‎و‎XGBoost‎،Random Forest‎علاوه‎بر‎این،‎پژوهش‎حاضر‎با‎مقایسه‎چندین‎الگوریتم‎یادگیری‎ماشین‎از‎جمله
سازی‎کیفیت‎آب‎زیرزمینی‎ارائه‎‎ها‎در‎شبیه‎های‎متداول،‎چارچوبی‎جامع‎برای‎ارزیابی‎نقش‎ساختار‎فضایی‎داده‎سایر‎مدل

های‎‎ها‎به‎یک‎متغیر‎یا‎یک‎مدل‎خاص‎محدود‎بوده‎است،‎یافته‎لعات‎پیشین‎که‎نتایج‎آنرو،‎برخلاف‎مطا‎دهد.‎از‎این‎می
‎پژوهش‎می ‎چاه‎این ‎بهینه ‎تعداد ‎تعیین ‎و ‎مناسب ‎مدل ‎انتخاب ‎برای ‎مبنایی ‎مدل‎تواند ‎در ‎همسایه ‎طیف‎‎های سازی

 .های‎کیفی‎آب‎زیرزمینی‎فراهم‎آورد‎تری‎از‎شاخص‎وسیع

‎ناشی‎آنجا‎از‎پژوهش‎این‎میاهمیت‎تصمیم‎که‎شود‎گیری‎‎زیرزمینی‎آب‎منابع‎از‎حفاظت‎و‎پایش‎زمینه‎در‎مدیریتی‎های
های‎همسایه‎یا‎مدل‎مورداستفاده‎بدون‎توجه‎به‎‎که‎تعداد‎چاه‎بینی‎متغیرهای‎کیفی‎وابسته‎است.‎در‎صورتی‎دقت‎پیش‎شدت‎به‎به

‎احتمال‎کاهش‎دقت‎پیش ‎ق‎نوع‎متغیر‎کیفی‎انتخاب‎شود، ‎افزایش‎عدم ‎انتخاب‎بینی‎و ‎خواهد‎داشت. ‎نتایج‎وجود طعیت‎در
‎مبنا‎مدل ‎بر ‎است‎نیماش‎یریادگیمختلف‎‎یها‎خانواده‎سهیمقا‎یها ‎‎.بوده ‎این ‎نتایج ‎توسعه‎‎می‎پژوهشبنابراین، ‎به تواند
‎.گیری‎در‎مدیریت‎منابع‎آب‎کمک‎کند‎های‎قابل‎اعتمادتر‎برای‎پایش‎کیفیت‎آب‎زیرزمینی‎و‎بهبود‎تصمیم‎مدل

 



 50۳  زاده و همکاران حسین هادی/  ...     ییفضا یها یژگیو یمهندس و نیماش یریادگی با ینیرزمیز آب یفیک یها ریمتغ ینیب شیپ

‌شناسی‌پژهش‌روش‌.۲

 ها‌پردازش‌داده‌ها‌و‌پیش‌داده‌.۲‌.۱

‎برای‎مدل ‎این‎پژوهش، ‎شامل‎سازی‎کیفیت‎آب‎در ‎داده ‎یک‎مجموعه ‎از مشاهدات‎واقعی‎‎مختصات‎و‎های‎زیرزمینی،
‎اندازه ‎چاه‎شده‎گیری‎مقادیر ‎سال‎کیفی‎های‎از ‎برای ‎کلسیم( ‎و ‎شوری ‎‎)متغیرهای ۲00۲‎‎های ‎شد.۲0۱8‎تا ‎استفاده
‎اطلاعات‎از‎پژوهش‎مداین‎تیریشرکت‎ا‎آب‎رانیمنابع‎‎.است‎شده‎همدریافت‎چنین‎داده‎‎آموزش‎از‎پیش‎ورودی‎های

‎.‎استانداردسازی‎شدند StandardScaler ها‎با‎استفاده‎از‎مدل
‎

 
Figure 1. Flowchart of the Research Method 

‎

‌متغیرهای‌ورودی‌و‌هدف‌.۲‌.۲

‎شامل‎زیرزمینی‎آب‎کیفی‎متغیر‎ ‎این‎پژوهش‎‎موردبررسیهای‎‎برای‎چاه‎غلظت‎یون‎کلسیم و‎هدایت‎الکتریکیدو در
صورت‎مستقل‎توسعه‎یافت.‎‎بینی‎به‎های‎پیش‎ها‎مدل‎و‎برای‎هر‎یک‎از‎آن‎هدر‎نظر‎گرفته‎شد‎عنوان‎متغیرهای‎هدف‎به
‎فاصله‎چاهکردن‎‎لحاظمنظور‎‎به مقادیر‎متغیر‎کیفی‎‎مراهه‎بههدف‎های‎همسایه‎از‎چاه‎‎ساختار‎وابستگی‎فضایی‎آبخوان،

ها‎افزوده‎شد.‎‎های‎ورودی‎به‎مدل‎عنوان‎ویژگی‎به‎،غلظت‎یون‎کلسیم الکتریکی‎و‎یاهدایت‎‎ها،‎مربوط‎به‎آن‎موردبررسی
‎هفت،‎شش،‎پنج،‎چهار،‎پنج‎سناریوی‎مختلف‎شامل‎استفاده‎از‎نیز‎بینی‎برای‎ارزیابی‎تأثیر‎اطلاعات‎مکانی‎بر‎دقت‎پیش

‎هشتو‎مدل‎عملکرد‎و‎گردید‎تعریف‎همسایه‎چاه‎‎سناریوها‎این‎از‎یک‎هر‎در‎ها‎کیفی‎متغبرهای‎از‎هریک‎برای‎و‎مورد
‎مقایسه‎قرار‎گرفت.

‎

‌مورداستفادههای‌یادگیری‌ماشین‌‌الگوریتم.‌۲‌.۳

‎این‎معن ‎به ‎شد؛ ‎هدف‎پوشش‎دادن‎طیف‎کامل‎رویکردهای‎یادگیری‎ماشین‎انجام ‎که‎انتخاب‎این‎شش‎الگوریتم‎با ا



 1405سوم، ، شماره شانزدهم دوره ،مدیریت آب و آبیاری                                      504

MLP‎شبکه‎نماینده‎مدل‎و‎عصبی‎های‎‎،پیچیده‎غیرخطی‎روابط‎سازیGPR‎مدل‎نماینده‎‎،احتمالاتی‎و‎غیرپارامتری‎های
KNN‎روش‎نماینده‎‎ ‎‎نماینده‎روشRF‎های‎مبتنی‎بر‎فاصله‎و‎همسایگی، وGBR‎‎وbagging‎‎های‎تجمیعی‎مبتنی‎بر

XGBoost‎‎ ‎خانواده ‎م‎.بودندboosting‎نماینده ‎تفاوت‎‎آن‎زمان‎همقایسه‎بنابراین، ‎فضایی‎و ‎امکان‎ارزیابی‎اثر‎ساختار ها
 Breiman, 2001; Friedman, 2001; Chen & Guestrin, 2016; Singh etکند‎(‎های‎مختلف‎مدل‎را‎فراهم‎می‎خانواده

al., 2019; Agheli et al., 2024; Kallab et al., 2024ز‎ ‎است، ‎موجه ‎نیز ‎کاربردی ‎نظر ‎از ‎انتخاب ‎این .)‎در‎ یرا
کار‎‎بینی‎کیفیت‎آب‎زیرزمینی‎به‎های‎عصبی‎برای‎پیش‎آب‎زیرزمینی‎و‎منابع‎آب،‎شبکه‎های‎پیشین‎مرتبط‎با‎مسائل‎پژوهش

بینی‎غلظت‎نیترات‎در‎آب‎‎گرادیان‎بوستینگ‎برای‎پیش،‎جنگل‎تصادفی‎برای‎ارزیابی‎کیفیت‎آب‎زیرزمینی‎.‎برای‎مثالاند‎رفته
‎زیرزمینی‎وXGBoost‎پیش‎در‎نیز‎کیفیت‎بینی‎‎زیرزمینی‎آب‎کیفیت‎استفادهشاخص‎است‎شده‎(Zhang et al., 2021; Kumar 

et al., 2020; Liu et al., 2022; Chen et al., 2021; Subudhi et al., 2025هم‎.)‎داده‎رویکردهای‎،چنین‎‎و‎محورensemble‎
 ,.Moghaddam et al., 2025; Agheli et alاند‎(‎زارش‎شدههای‎آب‎زیرزمینی‎کارآمد‎گ‎سازی‎شوری‎و‎سایر‎شاخص‎در‎مدل

 .سازی‎و‎تنظیم‎پارامترها‎گردیدند‎به‎شرح‎زیر‎پیاده‎شده‎ی‎استفادهها‎.)‎الگوریتم2024

‎

 (MLP)‌های‌عصبی‌مصنوعی‌شبکه.‌۲‌.۳‌.۱

‎مدل‎از‎۱7چندلایهپرسپکترون‎به‎روش‎نماینده‎عنوان‎شبکه‎بر‎مبتنی‎های‎‎استفاده‎عصبی‎های‎لایه‎دو‎شامل‎شبکه‎ساختار‎.شد
(‎نودهای‎تعداد‎ ‎ا۱00‎،50پنهان‎با ‎بود. منظور‎‎(‎و‎بهSystematic exploration)‎کیستماتیس‎یبراساس‎جستجو‎یمعمار‎نی(

و‎در۱8‎‎رلِوهای‎پنهان‎‎سازی‎در‎لایه‎تابع‎فعال.‎دیانتخاب‎گرد‎برازش‎شیاز‎ب‎یریمدل‎و‎جلوگ‎یدگیچیپ‎نیب‎نهیتعادل‎به‎جادیا
‎بیش ‎از ‎جلوگیری ‎برای ‎شد. ‎گرفته ‎نظر ‎در ‎خطی ‎خروجی ۱9‎‎برازش‎لایه ‎تعم‎نانیاطم‎یبراو ‎روش‎‎،مدل‎یریپذ‎میاز از

برابر‎با‎L2 (Alpha)‎‎سازی‎مقدار‎آستانه‎منظمی،‎ساز‎(‎استفاده‎شد‎و‎مقدار‎آستانه‎منظمCross-Validationمتقابل‎)‎یاعتبارسنج
00۱/0‎ه‎مشابه‎مطالعات‎در‎که(ییایمیدروژئوشی‎به‎مقدار‎یعنوان‎نهیبه‎دییتأ‎و‎)است‎شده‎‎برابر‎آموزش‎تکرارهای‎تعداد‎حداکثر
‎۱0000با‎‎برا(ی‎نیتضم‎ییهمگرا‎شد‎گرفته‎نظر‎در‎)مدل‎کامل‎(Agheli et al., 2024; Kallab, 2024‎.)‎
‎

 (KNN)‌‌۲0نزدیک همسایگان .۲‌.۳‌.۲

‎(‎یمبتن‎یریادگیروش‎‎کیعنوان‎‎به‎KNN‎تمیالگور ‎نمونه ‎اInstance-based learningبر ‎در ‎گرفت. ‎قرار ‎مورداستفاده ‎نی(
(‎وk-fold Cross-Validation‎)‎هیلا-kمتقابل‎‎ی(‎با‎استفاده‎از‎روش‎اعتبارسنجK)‎گانیتعداد‎همسا‎یبرا‎نهیپژوهش،‎مقدار‎به

و‎‎ییایمیدروژئوشیه‎یها‎داده‎وستهیپ‎تیدلیل‎ماه‎به‎یدسیفاصله‎اقل‎اری.‎معدیگرد‎نییتع‎ینیب‎شیپ‎یخطا‎یساز‎نهیبا‎هدف‎کم
‎(.Hastie et al., 2009; Agheli et al., 2024استاندارد‎انتخاب‎شد‎)‎یها‎یژگیو‎یشده‎آن‎در‎فضا‎عملکرد‎اثبات

‎

‌(RF) جنگل‌تصادفی.‌۲‌.۳‌.۳

شد.‎در‎این‎پژوهش،‎‎سازی‎استراپ‎پیاده‎مبتنی‎بر‎درخت‎تصمیم‎و‎روش‎بوت۲۱‎یعنوان‎یک‎روش‎یادگیری‎جمع‎به RF الگوریتم
‎درخت ‎تصمی‎تعداد ۲۲‎‎مهای ‎با ‎ا۱00‎برابر ‎شد. ‎گرفته ‎نظر ‎پا‎نیدر ‎براساس و‎Out-of-Bag (OOB)‎‎یخطا‎شیمقدار
(Stabilization‎مدل‎به‎ثبات‎)‎یدرخت،‎خطا۱00‎که‎مشاهده‎شد‎پس‎از‎‎طوری‎طوربه‎به‎،دیمتقابل‎انتخاب‎گرد‎یاعتبارسنج

(Model Parsimony‎مدل‎)‎یکه‎اصل‎سادگ‎بر‎بهبود‎عملکرد‎ندارد،‎ضمن‎این‎یمعنادار‎ریتر‎درختان‎تأث‎بیش‎شیو‎افزا‎دهیرس
‎طریق‎نمونه‎،شده‎تیرعا ‎تنوع‎بین‎درختان‎از ‎ایجاد ‎ویژگی‎گیری‎تصادفی‎داده‎این‎الگوریتم‎با ‎و ‎از‎خطر‎بیش‎ها برازش‎‎ها،

‎(Breiman, 2001; Agheli et al., 2024.)‎دهد‎یبینی‎نشان‎م‎جلوگیری‎کرده‎و‎پایداری‎بالایی‎در‎پیش
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‌(GBR)‌گرادیانتقویت‌.‌۲‌.۳‌.۴

‎مدلGBR‎الگوریتم‎خانواده‎از‎نیز‎تقویت‎۲3یهای‎مدل‎آن‎در‎که‎است‎درخت‎ًمعمولا(‎ضعیف‎های‎‎)تصمیم‎بههای‎صورت‎
‎آموزش‎می ‎درختا‎ترتیبی ‎تعداد ‎این‎مطالعه، ‎در ‎کنند. ‎جبران ‎را ‎قبلی ‎خطای‎مدل ‎تا ۲4‎‎نبینند ‎با مقدار‎‎نیا۱00‎برابر

‎‎یارهایمع‎یابیارز‎براساس ‎در ‎مناسب‎دیانتخاب‎گرد‎یاعتبارسنج‎فرایندخطا ‎تعادل ‎نقطه ‎هز‎نیب‎یتا ‎نهیدقت‎مدل‎و
‎(.Friedman, 2001; Agheli et al., 2024‎شود‎)‎یریجلوگ‎یساز‎نهیبه‎دفرایندر‎‎دیفراهم‎کند‎و‎از‎نوسانات‎شد‎یمحاسبات

‎

‌(‌XGBoost)‌بوست‌جی‌ایکس.‌۲‌.۳‌.۵

‎الگوریتمXGBoost‎به‎عنوان‎روش‎کارآمدترین‎از‎یکی‎پیاده‎تقویتی‎یادگیری‎های‎بهینه‎از‎هدف‎.گردید‎سازی‎۲5یساز‎‎بر
‎نیدر‎نظر‎گرفته‎شد.‎ا۱/0‎برابر‎با‎‎یریادگیو‎نرخ۱00‎‎تنظیم‎شد.‎تعداد‎درختان‎برابر‎با۲6‎‎روی‎خطای‎مجذور‎میانگین

‎ها‎بیترک ‎ز‎کیستماتیس‎یابیارز‎براساس‎پرپارامترهایاز ‎انتخاب‎شد، ‎مدل ‎بس‎رایعملکرد سرعت‎‎نیب‎یخوب‎اریتعادل
‎ب‎یریو‎جلوگ‎ییهمگرا ‎بس‎کند‎یم‎جادیا‎برازش‎شیاز ‎در ‎کاربردها‎یاریو ‎برتر‎ییایمیدروژئوشیه‎یاز داشته‎‎یعملکرد
(‎استSu et al., 2023; Agheli et al., 2024.)‎

 

 (GPR)‌۲7گاوسی فرایند.‌۲‌.۳‌.۶

عنوان‎‎هدف‎را‎به‎ریبر‎احتمالات‎است‎که‎متغ‎یمبتن‎یرپارامتریغ‎نیماش‎یریادگی‎کردیرو‎کی‎(GPR‎)یفرایند‎گاوس‎ونیرگرس
در‎ارائه‎‎اش‎ییدلیل‎توانا‎به‎ینیرزمیآب‎ز‎تیفیک‎یساز‎مدل‎یویژه‎برا‎روش‎به‎نی.‎اکند‎یم‎یساز‎توابع‎مدل‎یبر‎رو‎عیتوز‎کی
‎نی.‎در‎اباشد‎یاست،‎مؤثر‎م‎یضرور‎سکیر‎یابیارز‎یکه‎برا‎ت،یعدم‎قطع‎قیدق‎یساز‎یمّهمراه‎با‎ک‎یا‎نقطه‎یها‎ینیب‎شیپ

‎یها‎یهمبستگ‎یساز‎مدل‎یبرازش‎را‎برا‎نیتوابع‎هسته،‎بهتر‎هیاول‎سهیبراساس‎مقا‎رایاستفاده‎شد،‎زRBF‎از‎هسته‎‎،پژوهش
‎یساز‎نهیشی(‎با‎استفاده‎از‎روش‎بlength-scale)‎لطو‎اسیمق‎پرپارامتریها‎،چنین‎نشان‎داد.‎هم‎هیهمسا‎یها‎چاه‎نینرم‎ب‎ییفضا

طور‎مؤثر‎با‎‎بتواند‎بهGPR‎شد‎تا‎‎یساز‎نهیبه‎شده‎فیمحدوده‎تعر‎کی(‎درMaximum Likelihood Estimation‎)‎یینما‎درست
‎(.Dalmasso et al., 2025; Agheli et al., 2024در‎آبخوان‎سازگار‎شود‎)‎یمحل‎ییفضا‎راتییتغ
‎

 اعتبارسنجی‌و‌ارزیابی‌مدل .۲‌.۴

‎پایداری‎و‎عملکرد‎ارزیابی‎برای‎الگوریتمتمامی‎متقاطع‎اعتبارسنجی‎روش‎از‎،پیشنهادی‎۲8های‎(k-fold‎)‎در‎.شد‎استفاده
۲9‎شتصادفی‎به‎پنج‎بخش‎مساوی‎تقسیم‎گردید.‎در‎هر‎تکرار،‎چهار‎بخش‎برای‎آموز‎صورت‎بهن‎روش،‎مجموعه‎داده‎ای

پنج‎بار‎تکرار‎شد‎تا‎هر‎بخش‎دقیقا‎ًیک‎بار‎در‎نقش‎مجموعه‎آزمون‎‎فراینداستفاده‎شد.‎این30‎‎نو‎یک‎بخش‎برای‎آزمو
 آزمون‎محاسبه،‎گزارش‎و‎بررسی‎شد.‎های‎بخش‎سپس‎میانگین‎معیارهای‎ارزیابی‎در‎.قرار‎گیرد

‎

 معیارهای‌ارزیابی‌عملکرد .۲‌.۴‌.۱

‎:ها‎در‎مقایسه‎با‎مقادیر‎واقعی،‎از‎چهار‎معیار‎آماری‎رایج‎زیر‎استفاده‎شد‎برای‎سنجش‎دقت‎مدل
۱.‎(‎میانگین‎مجذور‎خطایRMSE‎:) 

‎۱رابطه)‎𝑅𝑀𝑆𝐸 = √∑
(𝑦̂𝑖 − 𝑦𝑖)

2

𝑛

𝑛

𝑖=1
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۲‎.(‎مطلق‎خطای‎میانگینMAE‎:) 

‎۲رابطه)‎𝑀𝐴𝐸 =
1

𝑛
∑|𝑓𝑖 − 𝑦𝑖|

𝑛

𝐿=1

 

3‎.(‎تعیین‎ضریبR-squared‎:) 

‎3رابطه)‎𝑅2 = 1 −
∑ (𝑌𝑖 − 𝑌̂𝑖)

2𝑛
𝑖=1

(𝑌𝑖 − 𝑦̅𝑖)
2

 

4‎.پیرسون‎همبستگی‎ضریب (Pearson Correlation Coefficient):‎ 

‎4رابطه)‎𝑟 =
𝑛 ∑𝑥𝑦 − (∑𝑥)(∑𝑦)

√[∑ 𝑥2 − (∑𝑥)2][𝑛 ∑𝑦2 − (∑𝑦)2]
 

‎

 های‌فضایی‌ویژگیتحلیل‌حساسیت‌و‌انتخاب‌بهترین‌‌.۲‌.۵

‎پیش‎بهترین‎مدل‎برای‎تعیین ‎یک‎تحلیل‎حساسی‎در 3۱‎‎تبینی‎کیفیت‎آب، ‎این‎بخش، ‎در عملکرد‎میانگین‎انجام‎شد.
ی‎به‎یاب‎دستدر‎نظر‎گرفته‎شد.‎معیار‎انتخاب‎بهترین‎مدل،‎‎متفاوت،‎از‎چهار‎تا‎هشت،‎های‎همجوار‎تعداد‎چاه‎در‎ها‎مدل
‎Rدارو‎بالاترین‎مق RMSE ین‎مقدارتر‎کم

2‎داده‎مجموعه‎در‎بود‎آزمون‎های‎.شاخص‎‎هایPearson correlation‎‎وMAE‎
وR²‎‎در‎مواردی‎که‎دو‎مدل‎از‎نظر‎‎چنین‎همها‎محاسبه‎شدند.‎‎تر‎از‎جزئیات‎عملکرد‎مدل‎نیز‎برای‎ارائه‎تصویری‎کامل

RMSE‎تصمیم‎برای‎،داشتند‎یکسانی‎عملکرد‎‎از‎نهایی‎گیریPearson correlation‎‎وMAE‎.شد‎استفاده‎
‎

 افزاری‌سازی‌نرم‌پیاده‌.۲‌.۶

‎آموزش‎مدل‎پردازش‎داده‎تمامی‎مراحل‎پیش ‎زبان‎برنامه‎ها، ‎از ‎استفاده ‎تحلیل‎نتایج‎با ‎اعتبارسنجی‎و ‎نویسی‎پایتون‎ها،
(Python 3.x)‎کتابخانه‎ Scikit-learn‎های‎تخصصی‎‎و ،XGBoost‎ ،NumPy‎وPandas ‎پیاده‎‎رسم‎برای‎ سازی‎گردید.

‎.استفاده‎شدMatplotlib‎بینی‎شده(‎از‎کتابخانه‎‎ای‎)مانند‎نمودار‎مقادیر‎واقعی‎در‎برابر‎پیش‎رهای‎مقایسهنمودا
‎

‌منطقه‌مطالعاتی‌.۲‌.7

محیطی‎‎ترین‎مناطق‎کشاورزی‎و‎زیست‎عنوان‎یکی‎از‎مهم‎،‎بهکاسپینستان‎گیلان،‎واقع‎در‎شمال‎ایران‎و‎در‎حاشیه‎دریای‎ا
دقیقه36‎‎درجه‎و50‎‎دقیقه‎تا3۲‎‎درجه‎و48‎‎شود.‎این‎استان‎از‎نظر‎جغرافیایی‎در‎مختصات‎عرض‎جغرافیایی‎‎کشور‎شناخته‎می

‎ ‎جغرافیایی ‎طول ‎و 36‎‎شرقی ‎و 33‎‎درجه ‎تا 38‎‎دقیقه ‎و ‎بال۲7‎درجه ‎مساحتی ‎و ‎دارد ‎قرار ‎شمالی ‎دقیقه ‎بر 5/۱38۱0‎غ
از‎نظر‎مرزی،‎(Dinpashoh et al., 2018; Behzadi et al., 2021; Moghaddam et al., 2025.)‎‎دهد‎را‎پوشش‎می‎مترمربعکیلو

ساختار‎توپوگرافی‎ (.۲)شکل‎‎مرز‎است‎های‎قزوین‎و‎زنجان،‎از‎شرق‎با‎مازندران‎و‎از‎غرب‎با‎اردبیل‎هم‎گیلان‎از‎جنوب‎با‎استان
وهوای‎معتدل‎و‎مرطوب‎خزری‎است،‎اما‎در‎نواحی‎جنوبی‎و‎‎بسیار‎متنوع‎است.‎اگرچه‎غالب‎منطقه‎دارای‎آب‎و‎اقلیمی‎استان

متر‎است‎که‎‎میلی۱500‎شود.‎میانگین‎بارش‎سالانه‎در‎این‎منطقه‎حدود‎‎خشک‎نیز‎مشاهده‎می‎شرقی،‎تأثیرات‎اقلیم‎نیمه‎جنوب
‎(Dinpashoh et al., 2018; Behzadi et al., 2021.)‎توجهی‎دارد‎نوسانات‎فصلی‎قابل

گراد‎‎درجه‎سانتی3/6‎گراد‎و‎در‎سردترین‎ماه‎به‎‎درجه‎سانتی5/۲9‎ترین‎ماه‎سال‎به‎‎دمای‎میانگین‎ماهانه‎در‎گرم
‎رسد‎می .‎ ‎دارای‎حدود ‎این‎منطقه ‎سطح‎ملی‎پررنگ‎است. ‎کشاورزی‎استان‎گیلان‎در هکتار400،000‎‎هیدرولوژی‎و

‎سالانه‎و‎است‎کشاورزی‎700،000اراضی‎می‎تولید‎سفید‎برنج‎تن‎‎معادل‎که‎30کند‎‎را‎ایران‎برنج‎تولید‎کل‎از‎درصد
‎(Allahyari et al., 2016; Moghaddam & Kholghi, 2025)‎دهد‎تشکیل‎می .‎بخش‎این‎شدید‎وابستگی‎به‎توجه‎ با
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در‎این‎استان‎از‎اولویت‎های‎زیرزمینی‎‎سازی‎کیفیت‎آب‎کشاورزی‎به‎منابع‎آب‎زیرزمینی‎و‎سطحی،‎پایش‎دقیق‎و‎مدل
‎.‎بالایی‎برخوردار‎است

‎(۱)جدول‎نشان‎آب‎کیفی‎متغیرهای‎از‎گزارشی‎دهنده‎‎گیلان‎استان‎زیرزمینی‎بههای‎صورت‎‎زمانی‎دوره‎برای‎روزانه
۲00۲‎‎ ‎‎می۲0۱8‎تا ‎معیار‎باشد. ‎انحراف ‎و ‎میانگین ‎حداکثر، ‎حداقل، ‎شامل ‎جدول ‎این ‎کیفی ‎متغیرهای ‎توصیفی آمار
خودداری‎شد‎‎برای‎گزارش‎زیر‎ها‎حذف‎خودکار‎آن‎پردازش‎و‎پیش‎از‎در‎این‎مرحله‎.های‎موجود‎است‎تمامی‎چاه‎های‎داده

‎تا‎اطلاعات‎واقعی‎مرتبط‎با‎شرایط‎آبخوان‎حفظ‎شود.
‎

 
Figure 2. Location of the study area: Guilan Province, Iran. 

 
Table 1. Statistical Summary of Groundwater Quality Parameters in Guilan Province (2002–2018) 

EC TDS 
PH Co3-2 Hco3-1 Cl-1 So4-2 Ca+2 Mg+2 Na+ K+  

µS/cm Mg/l meq/l meq/l meq/l meq/l meq/l meq/l meq/l meq/l Units 

14800 9.3 8.8 0.7 25.1 117.6 41.6 30 17.9 111.7 2 Maximum 
200 0.1 5.2 0.03 0.9 0.1 0.03 0.6 0.2 0.02 0.01 Minimum 
900 0.6 7.6 0.2 5.1 2.5 1.3 4.3 2.05 2.6 0.08 Average 
900 0.6 0.5 0.1 2.5 6.9 2.4 2.6 1.4 6.6 0.2 Standard deviation 

‎

‌های‌پژوهش‌یافته‌.۳
‎مدل ‎این‎بخش‎عملکرد ‎چاه‎در ‎سناریوهای‎مختلف‎تعداد ‎در ‎میزان‎‎ها ‎تا ‎بررسی‎شد اثرگذاری‎اطلاعات‎های‎همسایه

های‎مجاور‎لزوما‎ًباعث‎‎دهد‎که‎افزایش‎تعداد‎چاه‎بینی‎کیفیت‎آب‎زیرزمینی‎مشخص‎شود.‎نتایج‎نشان‎می‎فضایی‎بر‎پیش
شود‎و‎این‎موضوع‎تا‎حد‎زیادی‎به‎نوع‎متغیر‎هدف‎وابسته‎است.‎بر‎همین‎اساس‎‎ها‎نمی‎بهبود‎یکسان‎عملکرد‎همه‎مدل

Caمتغیر‎‎و‎(۲)دول‎در‎جEC‎برای‎متغیر‎‎ینتایج‎کمّ
+2‎‎جدول‎(3)در‎‎شده‎است.ارائه‎
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Table 2. Comparison of the average performance of models with 4, 5, 6, 7 and 8 neighboring wells in Guilan Province for EC 
Model 

R-squared RMSE (µS/cm) MAE (µS/cm) Pearson correlation Number of  

neighbouring Wells 

Average distance from  

the target well (meter) (Testing) (Testing) (Testing) (Testing) 

MLP 0.844 159.408 114.646 0.919 

4 7053.20 

KNN 0.815 173.322 125.683 0.905 

RF 0.845 158.724 113.832 0.920 

GBR 0.846 158.554 113.676 0.920 

GPR 0.846 158.580 113.710 0.920 

XGBoost 0.846 158.580 113.711 0.920 

MLP 0.856 157.821 112.186 0.926 

5 7629.48 

KNN 0.824 174.182 125.416 0.913 

RF 0.856 157.943 111.992 0.926 

GBR 0.857 157.493 111.831 0.927 

GPR 0.857 157.505 111.861 0.927 

XGBoost 0.857 157.505 111.861 0.927 

MLP 0.832 165.325 117.926 0.917 

6 8298.65 

KNN 0.816 171.928 123.539 0.911 

RF 0.851 154.858 111.500 0.925 

GBR 0.852 154.419 111.190 0.925 

GPR 0.852 154.398 111.156 0.925 

XGBoost 0.852 154.399 111.156 0.925 

MLP 0.882 123.112 86.395 0.942 

7 8405.99 

KNN 0.845 142.325 104.803 0.927 

RF 0.882 123.522 86.258 0.942 

GBR 0.882 123.565 86.356 0.942 

GPR 0.882 123.567 86.357 0.942 

XGBoost 0.882 123.567 86.358 0.942 

MLP 0.888 117.887 86.354 0.944 

8 9494.83 

KNN 0.853 134.141 99.524 0.935 

RF 0.888 117.165 84.173 0.944 

GBR 0.887 117.413 84.360 0.944 

GPR 0.887 117.413 84.359 0.944 

XGBoost 0.887 117.413 84.360 0.944 

‎
Table 3. Comparison of the average performance of models with 4, 5, 6, 7 and 8 neighboring wells in Guilan Province for Ca+2 

Model 
R-squared RMSE (meq/l) MAE (meq/l) Pearson correlation Number of  

neighbourhood Wells 

Average distance from  

the target well (meter) (Testing) (Testing) (Testing) (Testing) 

MLP 0.807 1.166 0.830 0.903 

4 5628.76 

KNN 0.711 1.458 0.944 0.851 

RF 0.788 1.233 0.849 0.894 

GBR 0.802 1.185 0.852 0.900 

GPR 0.799 1.196 0.831 0.897 

XGBoost 0.811 1.154 0.820 0.905 

MLP 0.635 1.515 0.954 0.850 

5 6394.88 

KNN 0.633 1.566 0.977 0.810 

RF 0.787 1.194 0.869 0.892 

GBR 0.778 1.216 0.871 0.889 

GPR 0.734 1.327 0.893 0.865 

XGBoost 0.790 1.183 0.862 0.894 

MLP 0.728 1.242 0.909 0.855 

6 6867.54 

KNN 0.482 1.797 1.100 0.757 

RF 0.689 1.374 0.938 0.840 

GBR 0.720 1.318 0.919 0.852 

GPR 0.713 1.344 0.923 0.848 

XGBoost 0.729 1.278 0.910 0.857 

MLP 0.762 1.266 0.931 0.877 

7 7399.93 

KNN 0.521 1.776 1.088 0.785 

RF 0.717 1.381 0.964 0.851 

GBR 0.749 1.323 0.939 0.869 

GPR 0.698 1.495 0.965 0.838 

XGBoost 0.761 1.264 0.926 0.875 

MLP 0.747 1.314 0.973 0.871 

8 7934.65 

KNN 0.440 1.957 1.155 0.759 

RF 0.678 1.460 1.027 0.843 

GBR 0.749 1.309 0.970 0.871 

GPR 0.745 1.321 0.978 0.870 

XGBoost 0.746 1.315 0.975 0.870 

‎

 ها‌‌مقایسه‌عملکرد‌الگوریتم .۳‌.۱

‎الگوریتم ‎این‎مطالعه، ‎اصلی‎طبقه‎موردبررسیهای‎‎در ‎اول‎شامل‎الگوریتم‎؛بندی‎شدند‎در‎سه‎گروه های‎مبتنی‎بر‎‎گروه
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(‎تصادفی‎جنگل‎شامل‎جمعی‎یادگیریRF(‎بوستینگ‎گرادیان‎ ،)GBR‎ ‎و )XGBoost‎شامل‎دوم‎ ‎گروه گاوسی‎‎فرایند؛
(GPR‎و‎)(‎چندلایه‎عصبی‎شبکه‎شامل‎سوم‎گروهMLP(‎نزدیک‎همسایگان‎الگوریتم‎و‎)KNN‎متغیر‎به‎مربوط‎نتایج‎.)

یابد‎و‎بهترین‎‎ی‎بهبود‎میتوجه‎قابل‎طور‎بهها‎‎بینی‎مدل‎های‎همسایه،‎دقت‎پیش‎شوری‎نشان‎داد‎که‎با‎افزایش‎تعداد‎چاه
‎از‎استفاده‎سناریوی‎در‎هشتعملکرد‎ا‎شده‎حاصل‎همسایه‎چاه‎تعیین‎ضریب‎با‎تصادفی‎جنگل‎مدل‎،حالت‎این‎در‎.ست

888/0‎‎مقدارRMSE‎‎با‎۱6/۱۱7برابر‎‎وMAE‎‎با‎۱7/84برابر‎دقیق‎پیش‎ترین‎مدل‎.داد‎ارائه‎را‎بینی‎‎هایMLP‎،GBR‎،
GPR‎‎وXGBoost‎‎مقادیر‎و‎داشتند‎مدل‎این‎با‎نزدیکی‎بسیار‎عملکرد‎نیزR

2‎آن‎‎حدود‎در‎887/0ها‎‎888/0تا‎گر‎قرار‎فت
‎توانایی‎بالای‎این‎الگوریتم‎که‎نشان ‎مدل‎دهنده ‎در ‎آبخوان‎‎ها ‎توزیع‎فضایی‎شوری‎در ‎پیچیده سازی‎روابط‎غیرخطی‎و

‎است.‎‎موردمطالعه
‎ ‎الگوریتم ‎مقابل، ‎بیانگرKNN‎‎در ‎که ‎داد ‎نشان ‎خود ‎از ‎ضعیفی ‎عملکرد ‎همسایگی ‎سناریوهای ‎تمامی در

‎مدل ‎در ‎روش ‎این ‎پیچیده‎محدودیت ‎الگوهای ‎متغیر‎-فضایی‎سازی ‎مورد ‎در ‎است. ‎زیرزمینی ‎آب ‎کیفیت زمانی
بینی‎در‎سناریوی‎استفاده‎از‎چهار‎چاه‎همسایه‎حاصل‎‎ترین‎دقت‎پیش‎کلسیم،‎نتایج‎روند‎متفاوتی‎را‎نشان‎داد.‎بیش

XGBoost‎تدریج‎کاهش‎یافت.‎در‎این‎سناریو،‎الگوریتم‎‎ها‎به‎های‎همسایه،‎عملکرد‎مدل‎شد‎و‎با‎افزایش‎تعداد‎چاه
‎تعیین‎ضریب‎با‎را‎عملکرد‎8۱۱/0بهترین‎مقدار‎،RMSE‎‎با‎۱54/۱برابر‎‎وMAE‎‎با‎8۲0/0برابر‎‎از‎پس‎.داد‎ارائه

‎مدل ‎‎آن MLP‎‎های ‎رتبهGBR‎و ‎در ‎نزدیک ‎عملکردی ‎مدل‎با ‎دقت ‎کاهش ‎گرفتند. ‎قرار ‎بعدی ‎در‎‎های ها
‎ناشی‎از‎ورود‎نویز‎فضایی‎و‎کاهش‎همبستگ‎های‎بزرگ‎همسایگی های‎دورتر‎است‎که‎‎ی‎مکانی‎بین‎چاهتر‎احتمالاً

‎تواند‎فرایند‎یادگیری‎مدل‎را‎با‎چالش‎مواجه‎کند.‎می
‎می‎به ‎نشان ‎پژوهش ‎این ‎نتایج ‎کلی ‎الگوریتم‎طور ‎که ‎به‎دهد ‎جمعی، ‎یادگیری ‎بر ‎مبتنی ‎‎های وRF‎‎ویژه

XGBoostپیش‎در‎بالایی‎توانایی‎ ،‎ای‎بر‎علاوه‎.دارند‎زیرزمینی‎آب‎کیفی‎پارامترهای‎بینی‎مناسب‎تعداد‎انتخاب‎ ن،
که‎برای‎پارامتر‎شوری‎وابستگی‎فضایی‎‎طوری‎کند،‎به‎ها‎ایفا‎می‎های‎همسایه‎نقش‎مهمی‎در‎بهبود‎عملکرد‎مدل‎چاه

سازی‎‎که‎برای‎پارامتر‎کلسیم‎روابط‎فضایی‎در‎مقیاس‎محدودتری‎بهتر‎قابل‎مدل‎تری‎مشاهده‎شد،‎درحالی‎گسترده
‎بوده‎است.

‎
Table 4. Summary of the average test performance of the models for Ca²⁺ 

Wells R-squared RMSE (meq/l) MAE (meq/l) Pearson correlation 

MLP 0.736 1.301 0.919 0.871 

KNN 0.557 1.711 1.053 0.793 

RF 0.732 1.329 0.929 0.864 

GBR 0.760 1.270 0.910 0.876 

GPR 0.738 1.336 0.918 0.864 

‎
Table 5. Summary of the average test performance of the models for EC 

Wells R-squared RMSE (µS/cm) MAE (µS/cm) Pearson correlation 

MLP 0.860 144.711 103.501 0.930 

KNN 0.831 159.180 115.793 0.918 

RF 0.858 142.442 101.551 0.931 

GBR 0.864 142.289 101.482 0.932 

GPR 0.865 142.293 101.489 0.932 

‎
Table 6. Summary of the average test performance of the models for both quality parameters 

Wells R-squared RMSE MAE Pearson correlation 

MLP 0.798 92.090 71.150 0.895 

KNN 0.641 80.445 58.423 0.855 

RF 0.795 71.885 51.240 0.898 

GBR 0.812 71.779 51.196 0.904 

GPR 0.801 71.814 51.203 0.898 
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‌های‌برتر‌‌برای‌هر‌چاه‌تحلیل‌مدل‌.۳‌.۲

های‎مختلف‎در‎سناریوهای‎‎های‎یادگیری‎ماشین‎در‎مقیاس‎مکانی،‎عملکرد‎الگوریتم‎تر‎رفتار‎مدل‎بررسی‎دقیق‎منظور‎به
‎اطلاعات‎تأثیر‎میزان‎ارزیابی‎هدف‎با‎تحلیل‎این‎.گرفت‎قرار‎موردتحلیل‎مجاور‎چاه‎حلقه‎هشت‎تا‎چهار‎شامل‎همسایگی

ها‎در‎شرایط‎مختلف‎همسایگی‎انجام‎‎ی‎الگوی‎عملکرد‎مدلشناسای‎چنین‎همبینی‎و‎‎های‎اطراف‎بر‎دقت‎پیش‎فضایی‎چاه
ها‎در‎اکثر‎سناریوها‎نسبتا‎ًپایدار‎‎دهد‎که‎الگوی‎عملکرد‎الگوریتم‎های‎آماری‎نشان‎می‎شد.‎نتایج‎حاصل‎از‎مقایسه‎شاخص

 اند.‎دهها‎ارائه‎دا‎های‎درختی‎و‎تقویتی‎عموما‎ًدقت‎بالاتری‎نسبت‎به‎سایر‎روش‎های‎مبتنی‎بر‎روش‎بوده‎و‎مدل

های‎مبتنی‎بر‎یادگیری‎تقویتی‎و‎‎دهد‎که‎الگوریتم‎ها‎نشان‎می‎در‎سناریوی‎چهار‎حلقه‎چاه‎همسایگی،‎عملکرد‎مدل
‎جمله‎ GBR‎درختی‎از ،RF‎‎ ‎دقت‎مناسبی‎بازسازی‎‎توانستهXGBoost‎و ‎با ‎الگوی‎تغییرات‎پارامترهای‎کیفی‎آب‎را اند

‎ضریب‎و‎تعیین‎ضریب‎مقادیر‎،حالت‎این‎در‎.کنند‎سطح‎در‎قابلهمبستگی‎پیشقبول‎خطای‎و‎داشته‎قرار‎ی‎‎در‎نیز‎بینی
تری‎نشان‎داد‎که‎‎در‎این‎سناریو‎نیز‎عملکرد‎ضعیفKNN‎بوده‎است.‎در‎مقابل،‎الگوریتم‎‎تر‎کمها‎‎مقایسه‎با‎سایر‎روش

‎های‎همجوار‎است.‎سازی‎روابط‎پیچیده‎و‎غیرخطی‎میان‎چاه‎بیانگر‎محدودیت‎این‎روش‎در‎مدل
ماند.‎‎ها‎تا‎حد‎زیادی‎مشابه‎سناریوی‎قبل‎باقی‎می‎های‎همسایه‎به‎پنج‎حلقه،‎روند‎عملکرد‎مدل‎با‎افزایش‎تعداد‎چاه
ها‎‎ها‎قرار‎دارند‎و‎اختلاف‎عملکرد‎میان‎آن‎ترین‎روش‎های‎درختی‎و‎تقویتی‎همچنان‎در‎میان‎دقیق‎در‎این‎حالت‎نیز‎مدل

‎مدل ‎مقابل، ‎در ‎است. ‎محدود ‎مانند‎های‎مبتن‎نسبتاً ‎فاصله ‎نشان‎میتر‎کمهمچنانKNN‎‎ی‎بر ‎شبکه‎‎ین‎دقت‎را دهند.
‎عصبیMLP‎‎به‎نسبت‎اگرچه‎و‎داده‎ارائه‎متوسط‎عملکردی‎سناریو‎این‎درKNN‎دقیق‎‎موارد‎از‎بسیاری‎در‎اما‎،است‎تر

‎رسد.‎های‎تقویتی‎نمی‎به‎سطح‎دقت‎مدل
ها‎‎شود‎و‎اختلاف‎عملکرد‎آن‎تر‎می‎ی‎و‎تقویتی‎نزدیکهای‎درخت‎در‎سناریوی‎شش‎حلقه‎چاه‎همسایگی،‎رقابت‎میان‎مدل
تقریبا‎ًنتایجی‎مشابه‎ارائه‎داده‎و‎قادرXGBoost‎‎وRF‎،GBR‎‎های‎‎در‎معیارهای‎ارزیابی‎بسیار‎محدود‎است.‎در‎این‎شرایط،‎مدل

‎با‎دقت‎قابل‎بوده ‎مدل‎‎قبولی‎پیش‎اند‎تغییرات‎مکانی‎پارامترهای‎کیفی‎آب‎را ر‎برخی‎موارد‎عملکردی‎نیز‎دGPR‎بینی‎کنند.
‎سازی‎روابط‎مکانی‎پیوسته‎است.‎دهد‎که‎بیانگر‎توانایی‎این‎روش‎در‎مدل‎نزدیک‎به‎این‎گروه‎نشان‎می

ها‎برای‎برخی‎پارامترها‎افزایش‎یافته‎و‎رقابت‎‎بینی‎مدل‎در‎سناریوهای‎هفت‎و‎هشت‎حلقه‎چاه‎همسایگی،‎دقت‎پیش
‎می‎میان‎الگوریتم ‎فشرده ‎بسیار ‎مدلشود‎های‎برتر ‎این‎شرایط، ‎در .‎‎ ‎یادگیری‎جمعی‎مانند RF‎های‎مبتنی‎بر ،GBR‎‎و

XGBoost‎دقیق‎اغلب‎می‎ ‎ارائه ‎را ‎نتایج ‎اختلاف‎میان‎شاخص‎ترین ‎و ‎این‎‎های‎ارزیابی‎آن‎دهند ‎است. ‎ناچیز ‎بسیار ها
‎می ‎نشان ‎الگوریتم‎موضوع ‎این ‎که ‎بهره‎دهد ‎در ‎بالایی ‎توانایی ‎چاه‎ها ‎اطلاعات‎فضایی ‎از ‎و‎ها‎برداری ‎دارند ی‎مجاور

‎سازی‎کنند.‎های‎هیدروژئوشیمیایی‎را‎به‎خوبی‎مدل‎توانند‎ساختار‎پیچیده‎و‎غیرخطی‎داده‎می
‎الگوریتم‎،مقابل‎درKNN‎پایین‎همسایگی‎سناریوهای‎تمامی‎در‎ًتقریبا‎‎و‎تعیین‎ضریب‎مقادیر‎بیشترین‎تر‎خطای‎ین

‎حساسیت‎بالای‎این‎روش‎به‎نوی‎پیش ‎است. ‎ثبت‎کرده ‎دادهبینی‎را ‎باعث‎‎ز ‎وابستگی‎آن‎به‎فاصله‎اقلیدسی‎ساده ‎و ها
نیز‎اگرچه‎درMLP‎‎های‎پیچیده‎و‎چندبعدی‎کیفیت‎آب‎زیرزمینی‎عملکرد‎مناسبی‎نداشته‎باشد.‎مدل‎‎شود‎که‎در‎داده‎می

‎نتایج‎سناریوها‎قابلبرخی‎میقبول‎ارائه‎ی‎مدل‎با‎مقایسه‎در‎اما‎،دهد‎روش‎و‎درخت‎بر‎مبتنی‎های‎‎تقویتی‎های‎و‎پایداری‎از
‎کمدقت‎است.تر‎برخوردار‎ی‎
‎مدلطور‎به ‎عملکرد ‎بررسی ‎می‎کلی، ‎نشان ‎همسایگی ‎مختلف ‎سناریوهای ‎در ‎الگوریتم‎ها ‎که ‎بر‎‎دهد ‎مبتنی های

‎جمله‎از‎درختی‎و‎جمعی‎یادگیریRF‎،GBR‎‎وXGBoost‎بیش‎دادهتر‎فضایی‎ساختار‎با‎را‎سازگاری‎ین‎‎آب‎کیفیت‎های
‎اکثر‎شرایط‎توانسته ‎در ‎روش‎بینی‎ترین‎پیش‎اند‎دقیق‎زیرزمینی‎دارند‎و ‎در‎مقابل، ‎ارائه‎دهند. ‎را های‎مبتنی‎بر‎فاصله‎‎ها

‎مانندKNN‎داده‎چنین‎برای‎پایین‎دقت‎سناریوها‎اغلب‎در‎و‎داشته‎محدودتری‎کارایی‎هایی‎می‎نشان‎تری‎ند.ده‎
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Figure 3. Best models for 4 Neighboring Wells 

‎

 
Figure 4. Best models for 5 Neighboring Wells 
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Figure 5. Best models for 6 Neighboring Wells 

‎

 
Figure 6. Best models for 7 Neighboring Wells 
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Figure 7. Best models for 8 Neighboring Wells 

‎
های‎مختلف‎فضایی‎شامل‎چهار‎تا‎هشت‎چاه‎همجوار‎نشان‎‎های‎یادگیری‎ماشین‎در‎پیکربندی‎بررسی‎عملکرد‎مدل

‎نقش‎بسیار‎مهمی‎در‎دقت‎پیش‎دهد‎که‎ساختار‎مکانی‎داده‎می ‎نتایج‎این‎‎ها بینی‎پارامترهای‎کیفی‎آب‎زیرزمینی‎دارد.
‎برای‎پارامترهای‎مختلف‎یکسان‎نیست‎و‎هر‎‎لکرد‎مدلهای‎همسایه‎بر‎عم‎دهد‎که‎تأثیر‎تعداد‎چاه‎مطالعه‎نشان‎می ها

‎می ‎نشان ‎را ‎مکانی‎خاص‎خود ‎الگوی‎وابستگی ‎چاه‎پارامتر ‎تعداد ‎افزایش‎تدریجی ‎شوری، ‎پارامتر ‎مورد ‎در های‎‎دهد.
‎ین‎دقت‎در‎سناریوی‎استفاده‎از‎هشت‎چاه‎همجوار‎مشاهده‎گردید.تر‎بیشها‎شد‎و‎‎همسایه‎منجر‎به‎بهبود‎عملکرد‎مدل

‎می ‎نشان ‎روند ‎‎این ‎آبخوان ‎در ‎تغییرات‎شوری ‎که ‎گسترده‎موردمطالعهدهد ‎مکانی ‎همبستگی ‎و‎‎دارای ‎است تری
‎در‎سامانه‎پیش‎فرایندتواند‎در‎بهبود‎‎های‎دورتر‎نیز‎می‎اطلاعات‎حاصل‎از‎چاه های‎‎بینی‎مؤثر‎باشد.‎چنین‎الگویی‎معمولاً
‎آن‎آبخوانی‎مشاهده‎می ‎‎شود‎که‎در ‎جریان‎منطقه‎ند‎اختلاط‎آبهایی‎مانفرایندها ‎انتقال‎املاح‎در‎‎های‎زیرزمینی، ای‎و

‎رخ‎می‎مقیاس‎بزرگ ‎وسیع‎تر ‎محدوده ‎الگوهای‎شوری‎در ‎نتیجه ‎در ‎و ‎این‎‎دهد ‎در ‎است. ‎آبخوان‎قابل‎مشاهده تری‎از
‎افزایش‎تعداد‎چاه ‎توزیع‎فضایی‎شوری‎در‎شود‎مدل‎بتواند‎تصویر‎کامل‎های‎همسایه‎موجب‎می‎شرایط، ‎منطقه‎تری‎از

ها‎در‎سناریوی‎‎آورد.‎در‎مقابل،‎برای‎پارامتر‎کلسیم‎رفتار‎متفاوتی‎مشاهده‎شد.‎در‎این‎مورد،‎بهترین‎عملکرد‎مدل‎دست‎به
تدریج‎کاهش‎یافت.‎این‎‎بینی‎به‎های‎همجوار،‎دقت‎پیش‎آمد‎و‎با‎افزایش‎تعداد‎چاه‎دست‎به‎استفاده‎از‎چهار‎چاه‎همسایه

‎نشان‎می ‎تغییرات‎‎الگو ‎که ‎مقیاس‎محلیدهد ‎شوری‎‎تری‎کنترل‎می‎کلسیم‎در ‎همبستگی‎مکانی‎آن‎نسبت‎به ‎و شود
‎محدودتر‎است.

‎غلظت‎کلسیم‎در‎آب ‎‎از‎دیدگاه‎هیدروژئوشیمیایی، های‎محلی‎نظیر‎فرایندتحت‎تأثیر‎‎تر‎بیشهای‎زیرزمینی‎معمولاً
‎کانی ‎ویژگی‎انحلال ‎ق‎های‎کربناته، ‎ژئوشیمیایی‎موضعی ‎شرایط ‎داردهای‎لیتولوژیکی‎و ‎در‎(Deng et al., 2020)‎رار .



 1405سوم، ، شماره شانزدهم دوره ،مدیریت آب و آبیاری                                      5۱4

‎داده ‎چاه‎نتیجه، ‎از ‎حاصل ‎نزدیک‎های ‎مرتبط‎های ‎اطلاعات ‎می‎تر ‎فراهم ‎مدل ‎برای ‎‎تری شدن‎‎اضافه‎که‎درحالیکنند،
‎نتایج‎این‎تحلیل‎‎تواند‎موجب‎ورود‎نویز‎فضایی‎و‎کاهش‎دقت‎پیش‎های‎دورتر‎می‎های‎چاه‎داده ‎در‎مجموع، بینی‎شود.

‎بهینه‎چاه‎نشان‎می ‎موردبررسیسازی‎کیفیت‎آب‎زیرزمینی‎به‎نوع‎پارامتر‎‎های‎همسایه‎برای‎مدل‎دهد‎که‎تعیین‎تعداد
‎.است‎درحالیوابسته‎که‎‎الگوی‎با‎منطقهپارامترهایی‎انتشار‎‎همسایگان‎از‎استفاده‎از‎شوری‎مانند‎بیشای‎تر‎می‎بهره‎‎،برند

‎ ‎تحت‎تأثیر ‎چاهفرایندپارامترهایی‎که ‎محدودتری‎از ‎تعداد ‎با ‎دارند، ‎قابل‎‎های‎ژئوشیمیایی‎محلی‎قرار ‎بهتر های‎مجاور
‎این‎یافته‎اهمیت‎درنظرگرفتن‎ویژگی‎پیش ‎در‎طراحی‎های‎فضایی‎و‎ماهیت‎هیدروژئوشی‎بینی‎هستند. ‎را میایی‎پارامترها
‎کند.‎بینی‎کیفیت‎آب‎زیرزمینی‎برجسته‎می‎های‎پیش‎مدل
‎مکانکردن‎‎لحاظمثبت‎‎ریبر‎تأث‎یپژوهش‎مبن‎نیا‎یها‎افتهی ‎بر‎دقت‎مدل‎یها‎و‎چاه‎یساختار ‎نتا‎همجوار ‎با ‎جیها،

بر‎‎یمبتن‎یها‎یورود‎یاتیح‎تیم(‎که‎بر‎اه۲0۲4و‎همکاران‎)‎عاقلی(‎و۲0۲5‎و‎همکاران‎)‎مقدمهمچون‎‎نیشیمطالعات‎پ
‎ا‎دیتأک‎یتصادف‎نگلمانند‎ج‎ییها‎تمیفاصله‎در‎بهبود‎عملکرد‎الگور ‎با ‎همسو‎است. ‎نت‎نیداشتند،‎کاملاً ‎یدیکل‎جهیحال،

چاه‎‎چهاردر‎مقابل‎EC‎‎یچاه‎برا‎هشت«‎)مختلف‎یپارامترها‎یبرا‎یگیهمسا‎نهیبه‎اسیتفاوت‎مق»بر‎‎یمطالعه‎مبن‎نیا
‎میکلس‎یبرا ‎پژوهش‎یکردیرو(، ‎از ‎م‎یها‎فراتر ‎ارائه ‎بسدهد‎یمتداول ‎‎یاری. ‎)مانند ‎گذشته ‎مطالعات و‎‎زاده‎عیسیاز

‎ ‎به‎یمکان‎ی(‎وابستگ۲0۲0؛‎کومار‎و‎همکاران،۲0۱7‎همکاران، در‎نظر‎‎یفیک‎یهمه‎پارامترها‎یبرا‎کنواختیصورت‎‎را
‎ایگرفته‎‎بر‎کیتنها‎‎.بودند‎شده‎متمرکز‎افتهیشاخص‎تأ‎با‎دییحاضر‎دگاهید‎(‎همکاران‎و‎۲0۲0دنگ‎کنترل‎خصوص‎در‎)
پارامترها‎‎یتمام‎یبرا‎کسانیثابت‎و‎‎یمکان‎یالگو‎کی‎میکه‎تعم‎دهد‎یم‎ننشا‎م،یکلس‎ییایمیژئوش‎یهافرایند‎یمحل
‎برخ‎)آن ‎در ‎که ‎م‎نیشیپ‎یها‎یساز‎مدل‎یطور ‎است( ‎نو‎تواند‎یفرض‎شده ‎ورود ‎به ‎کاهش‎دقت‎‎ییفضا‎زیمنجر و
شکاف‎‎ارامتر،هر‎پ‎ییایمیدروژئوشیه‎تیبه‎ماه‎نهیبه‎اسیمق‎یپژوهش‎با‎اثبات‎وابستگ‎نیا‎ب،یترت‎نیشود.‎بد‎ینیب‎شیپ

را‎‎یمکان‎یها‎اسیکه‎تفاوت‎مق‎نیشیانگارانه‎پ‎ساده‎جیرا‎پر‎کرده‎و‎با‎نتا‎یمکان‎یوابستگ‎یها‎یدگیچیموجود‎در‎درک‎پ
‎.دارد‎زیتما‎گرفتند،‎یم‎دهیناد

 
Table 7. Summary of the average test performance for each number of neighboring wells for Ca²⁺ 

Wells R-squared RMSE (meq/l) MAE (meq/l) Pearson correlation 

4 0.813 81.398 58.491 0.903 

5 0.742 81.111 57.743 0.897 

6 0.760 80.307 57.680 0.878 

7 0.789 64.014 45.195 0.894 
8 0.783 60.842 44.101 0.895 

‎

 
Figure 8. Heatmap of the mean test performance for each number of neighboring wells for Ca²⁺ 
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Table 8. Summary of the mean test performance for each number of neighboring wells for EC 
Wells R-squared RMSE (µS/cm) MAE (µS/cm) Pearson correlation 

4 0.840 161.194 115.876 0.918 

5 0.851 160.408 114.191 0.924 

6 0.842 159.221 114.411 0.921 

7 0.875 126.610 89.421 0.939 

8 0.882 120.239 87.189 0.943 

 

‎
Figure 9. Heatmap of the average test performance for each number of neighboring wells for EC 

‎
Table 9. Summary of the mean test performance for each number of neighboring wells for both variables 

Wells R-squared RMSE MAE Pearson correlation 

4 92.090 71.150 0.895 0.798 

5 80.445 58.423 0.855 0.641 

6 71.885 51.240 0.898 0.795 

7 71.779 51.196 0.904 0.812 

8 71.814 51.203 0.898 0.801 
 

 گیری‌بحث‌و‌نتیجه.‌۴

‎مجموعه ‎کارایی ‎پژوهش، ‎این ‎الگوریتم‎در ‎از ‎‎ای ‎ماشین ‎یادگیری ‎پیشرفته ‎های ،Random Forest (RF)‎شامل
XGBoost‎ ،Gradient Boosting Regression (GBR)‎ ،Gaussian Process Regression (GPR)‎عصبی‎ ‎شبکه ،
(‎چندلایهMLP‎و‎)K-Nearest Neighbors (KNN)‎مدل‎برای‎پیش‎و‎سازی‎‎زیرزمینی‎آب‎کیفیت‎پارامترهای‎بینی

فته‎شد‎که‎در‎کار‎گر‎های‎فضایی‎به‎ها،‎رویکرد‎مهندسی‎ویژگی‎منظور‎افزایش‎دقت‎مدل‎موردبررسی‎قرار‎گرفت.‎به
‎به‎آن‎اطلاعات‎مکانی‎چاه ‎پنج‎سناریوی‎‎های‎مجاور ‎در‎این‎چارچوب، عنوان‎متغیرهای‎ورودی‎به‎مدل‎اضافه‎شد.

‎اثر‎ساختار‎فضایی‎داده ‎تا‎هشت‎چاه‎همسایه‎مورد‎ارزیابی‎قرار‎گرفت‎تا ‎بر‎عملکرد‎‎مختلف‎فضایی‎شامل‎چهار ها
‎ها‎مشخص‎شود.‎الگوریتم

عملکرد‎به‎مراتب‎بهتری‎نسبت3۲‎‎های‎مبتنی‎بر‎یادگیری‎جمعی‎ها‎نشان‎داد‎که‎الگوریتم‎دلنتایج‎حاصل‎از‎تحلیل‎م
‎روش ‎سایر ‎الگوریتم‎به ‎میان ‎در ‎دارند. ‎مدلموردبررسیهای‎‎ها ،‎‎هایRandom Forest‎ ،XGBoost‎‎ توانستندGBR‎‎و

‎با‎د‎روابط‎غیرخطی‎و‎پیچیده‎میان‎متغیرهای‎هیدروشیمیایی‎و‎ویژگی سازی‎کنند.‎در‎‎ی‎مدلتر‎بیشقت‎های‎فضایی‎را
‎الگوریتم‎،مقابلKNN‎به‎دلیل‎فاصله‎به‎صرف‎اتکای‎ویژگی‎فضای‎در‎ساده‎های‎‎مدل‎و‎هاMLP‎به‎دلیل‎‎بالا‎حساسیت

‎تری‎از‎خود‎نشان‎دادند.‎به‎تنظیم‎پارامترها،‎عملکرد‎ضعیف
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پارامترها‎یکسان‎نیست.‎برای‎شوری‎‎تحلیل‎جداگانه‎پارامترهای‎هیدروشیمیایی‎نشان‎داد‎که‎الگوی‎وابستگی‎فضایی
‎افزایش‎تعداد‎چاه ها‎شد‎و‎بهترین‎نتیجه‎در‎سناریوی‎‎عملکرد‎مدل‎توجه‎قابلهای‎همسایه‎موجب‎بهبود‎‎آب‎زیرزمینی،

‎مدل‎‎هشت ‎این‎حالت، ‎در ‎حاصل‎گردید. ‎همسایه Random Forest‎‎چاه ‎مقدار Rبا
2‎‎ ‎با ین‎خطای‎تر‎کم888/0‎برابر

‎بالاترین‎ت‎پیش ‎تغییرات‎شوری‎در‎بینی، ‎آن‎است‎که ‎بیانگر ‎این‎موضوع ‎تبیین‎تغییرات‎شوری‎نشان‎داد. ‎در وانایی‎را
‎موردمطالعهمنطقه‎‎تأثیر‎منطقهفرایندتحت‎مقیاس‎در‎هیدروژئوشیمیایی‎های‎گسترده‎مکانی‎اطلاعات‎و‎دارد‎قرار‎ای‎‎تر

‎بینی‎را‎افزایش‎دهد.‎تواند‎دقت‎پیش‎می
‎ ‎پارامتر ‎برای ‎مقابل، ‎)در Caکلسیم

+
²‎مدل‎ ‎آن ‎در ‎که ‎شد ‎مشاهده ‎همسایه ‎چاه ‎چهار ‎سناریوی ‎در ‎عملکرد ‎بهترین )

XGBoost‎‎مقدار‎باR
2‎‎با‎8۱۱/0برابر‎پیش‎دقت‎بالاترین‎می‎نشان‎نتیجه‎این‎.داد‎نشان‎را‎بینی‎‎کلسیم‎مکانی‎توزیع‎که‎دهد

کنش‎آب‎و‎سنگ‎قرار‎دارد‎و‎وابستگی‎فضایی‎آن‎‎برهمها‎و‎‎تر‎تحت‎تأثیر‎فرایندهای‎ژئوشیمیایی‎محلی‎مانند‎انحلال‎کانی‎بیش
‎می ‎مقیاس‎محدودتری‎شکل ‎این گیرد.‎در ‎مدل‎با ‎کلی ‎عملکرد ‎که ‎زمانی ‎به‎حال، ‎پارامتر ‎دو ‎هر ‎برای ‎هم‎ها زمان‎‎صورت
دقت‎‎مپ‎ترکیبی‎نشان‎داد‎که‎سناریوی‎استفاده‎از‎هفت‎چاه‎همسایه‎بهترین‎تعادل‎میان‎موردبررسی‎قرار‎گرفت،‎نتایج‎هیت

ترین‎سطح‎خود‎رسید‎و‎مقادیر‎خطا‎نیز‎در‎‎کند.‎در‎این‎سناریو،‎مقدار‎همبستگی‎پیرسون‎به‎بیش‎مدل‎و‎میزان‎خطا‎را‎فراهم‎می
عنوان‎سناریوی‎بهینه‎فضایی‎برای‎‎توان‎نتیجه‎گرفت‎که‎هفت‎چاه‎همسایه‎به‎ترین‎محدوده‎پایدار‎قرار‎داشتند.‎بنابراین‎می‎پایین
‎رامترهای‎کیفیت‎آب‎زیرزمینی‎در‎منطقه‎موردمطالعه‎قابل‎پیشنهاد‎است.زمان‎پا‎سازی‎هم‎مدل

‎که‎داد‎نشان‎پژوهش‎این‎نتایج‎،مجموع‎درRF‎‎سناریوی‎در‎هشت‎برای‎همسایه‎چاهEC‎‎وXGBoost‎‎سناریوی‎در
‎چهار‎برای‎همسایه‎چاهCa‎داشته‎را‎عملکرد‎بهترین‎چاه‎بهینه‎تعداد‎که‎است‎آن‎بیانگر‎تفاوت‎این‎.اند‎‎باید‎همسایه‎های

‎توجه‎به‎نوع‎متغیر‎کیفی‎تعیین‎شود‎و‎نمی ‎برای‎همه‎پارامترها‎با ‎افزون‎بر‎این،‎‎کار‎به‎توان‎یک‎الگوی‎ثابت‎را گرفت.
‎به ‎می‎دست‎نتایج ‎نشان ‎الگوریتم‎آمده ‎ترکیب ‎که ‎مدل‎دهد ‎بر ‎مبتنی ‎ماشین ‎یادگیری ‎مهندسی‎‎های ‎با ‎جمعی های
های‎زیرزمینی‎فراهم‎کند.‎این‎رویکرد‎علاوه‎بر‎‎بینی‎کیفیت‎آب‎ی‎کارآمد‎برای‎پیشتواند‎چارچوب‎های‎فضایی،‎می‎ویژگی

‎فضایی ‎توانایی‎بازنمایی‎ساختارهای‎پیچیده ‎میزمان-آنکه ‎دارد، ‎پایش‎تغییرات‎‎ی‎پارامترهای‎هیدروشیمیایی‎را ‎در تواند
برداری‎پایدار‎‎مدیریتی‎در‎راستای‎بهرههای‎‎گیری‎ها،‎شناسایی‎نواحی‎در‎معرض‎خطر‎و‎پشتیبانی‎از‎تصمیم‎کیفی‎آبخوان

‎نیز‎زیرزمینی‎آب‎منابع‎مورداستفادهاز‎.گیرد‎قرار‎
‎نها ‎مقاد‎دیتأک‎دیبا‎ت،یدر ‎که ‎‎نهیبه‎یعدد‎ریشود ‎همسا‎هشت‎ای‎چهار)مانند ‎بههیچاه )‎چیه‎وجه‎‎و‎ ‎نبوده مطلق

‎سا‎میمستق‎یریپذ‎میتعم ‎ا‎آبخوان‎ریبه ‎چراکه ‎ندارند، ‎را ‎به‎نیها ‎و‎اعداد ‎)نظ‎یبوم‎یها‎یژگیشدت‎به ‎یچگال‎ریمنطقه
‎پا ‎ناهمگن‎شیشبکه ‎وابسته‎یکیدرولوژیه‎یو ‎ب‎آبخوان( ‎چارچوب‎روش‎نیا‎ااند. ‎اصل‎مفهوم‎یشناخت‎حال، پژوهش‎‎یو

‎‎یمبن ‎پارامترها‎ییایمیدروژئوشیه‎تیماه‎براساس‎نهیبه‎اسیتفاوت‎مق»بر ‎تعم« ‎بنابرا‎ریپذ‎میکاملاً ‎شنهادیپ‎نیاست.
‎طیراو‎با‎در‎نظر‎گرفتن‎ش‎تیحساس‎لیتحل‎قیاز‎طر‎گانیهمسا‎نهیمناطق،‎تعداد‎به‎ریسا‎یبرا‎یدر‎مطالعات‎آت‎شود‎یم

‎.گردد‎نییتع‎یصورت‎مورد‎همان‎آبخوان‎به‎یبوم
‎

‌یآت‌یها‌و‌پژوهش‌ها‌تیمحدود‌.۵
‎اصل ‎تمرکز ‎پژوهش‎حاضر ‎در ‎ارز‎یاگرچه ‎فضا‎یابیبر ‎ساختار ‎مهندس‎ییمستقل‎اثر ‎یها‎بر‎چاه‎یمبتن‎یها‎یژگیو‎یو

‎اما‎،بود‎یکیهمجوار‎محدود‎تیاز‎یها‎نیا‎سا‎از‎استفاده‎عدم‎،ریمطالعه‎یرهایمتغ‎شیپ‎نیب‎یطیمح‎ه‎یکیدروژئولوژیو‎
و‎‎بیارتفاع،‎ش‎ی)مانند‎مدل‎رقوم‎یتوپوگراف‎یرهایبا‎متغ‎یمکان‎یها‎داده‎قیاند‎که‎تلف‎نشان‎داده‎نیشیاست.‎مطالعات‎پ

‎آبراههفا ‎کاربر‎صله‎از ‎مریبارش‎و‎تبخ‎زانیم‎ری)نظ‎یمیاقل‎یو‎پارامترها‎یاراض‎یها(، ‎یریادگی‎یها‎دقت‎مدل‎تواند‎ی(
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(.Zhang et al., 2021; Chen et al., 2021‎دهد‎)‎شیافزا‎یگیر‎به‎طرز‎چشم‎ینیرزمیآب‎ز‎تیفیک‎ینیب‎شیرا‎در‎پ‎نیماش
ها‎مرسوم‎است.‎با‎‎از‎پژوهش‎یاریدر‎بس‎یورود‎یرهایعنوان‎متغ‎به‎ییایمیکوشیزیف‎یپارامترها‎ریاستفاده‎از‎سا‎،چنین‎هم
‎یهمبستگ»سنجش‎خالص‎‎،یاجتناب‎شد‎که‎هدف‎اصل‎رهایمتغ‎نیاز‎ورود‎ا‎لیدل‎نیبه‎ا‎تر‎بیشمطالعه‎‎نیحال،‎در‎ا‎نیا

‎ژهیو‎به‎،یواقع‎شیپا‎یها‎از‎شبکه‎یاریدر‎بس‎ن،یبود.‎افزون‎بر‎ا‎یطیکننده‎مح‎مخدوش‎یرهایبدون‎دخالت‎متغ‎«یمکان
رو،‎‎نیاز‎ا‎.دشوار‎است‎ییایمیدروشیکامل‎ه‎زیآنال‎ای‎یتوپوگراف‎قیدق‎یها‎به‎داده‎یداده،‎دسترس‎تیدر‎مناطق‎با‎محدود

.‎دهند‎یمنابع‎آب‎ارائه‎م‎تیریمد‎یبرا‎نهیهز‎و‎کم‎یکاربرد‎یکردیمجاور،‎رو‎یها‎چاه‎یمکان‎یها‎بر‎داده‎یمبتن‎یها‎مدل
‎پژوهش‎شود‎یم‎شنهادیپ‎ن،یبنابرا ‎تلف‎،یآت‎یها‎در ‎ا‎دست‎به‎ییِفضا‎یها‎یژگیو‎قیبا ‎در ‎متغ‎نیآمده ‎با ‎یرهایمطالعه
‎اقل‎یطیمح ‎مطالعات‎‎یمیو ‎)مانند ‎منطقه ‎در Dinpashoh et al.‎(2019)‎‎مؤثر ‎استان‎گBehzadi‎(2021)‎و (،‎لانیدر
‎.توسعه‎داده‎شود‎ینیرزمیآب‎ز‎تیفیک‎ینیب‎شیپ‎یبرا‎یتر‎جامع‎یها‎مدل
‎
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